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CAPITOLUL 1

INTRODUCERE

1.1 MOTIVATIE

Diacriticele reprezintd semne addugate literelor pentru a da un anumit sens cuvintelor pe care le
formeaza. Aceste semne sunt de obicei adaugate dedesubtul sau deasupra literelor. Limba romana
foloseste 5 litere cu diacritice: &, 4, 1, s, t. Chiar dacad sunt putine astfel de litere, exista totusi o
multitudine de cuvinte care le folosesc, aproximativ 40% din cuvintele vocabularului, si multe
cuvinte care au aceeasi forma, dar au sens diferit, in functie de diacriticele utilizate, de exemplu

fata, fata, fata, fata.

Neavand la dispozitie forma corectd a cuvantului, cititorul poate doar sa presupund ceea ce ar
trebui sa insemne textul. Scrierea fara diacritice reprezintd ambiguitati care pot duce la interpretari
gresite. De exemplu, propozitia “am vazut o gasca” are diferite sensuri deoarece ultimul cuvant
poate avea douad Intelesuri. Fie cuvantul este de fapt gasca, adica un grup de oameni, fie este gasca,
o pasdre. De obicei, cand vine vorba de comunicarea informald, cum sunt mesajele private intre
prieteni, aceasta nu este o problema majora, chiar dacd uneori apar confuzii, precum cea
anterioari. In schimb, in cadrul unor texte precum cele juridice, comunicate oficiale, chiar si stiri,
cuvintele au o greutate mult mai mare si e nevoie ca ele sa fie scrise corect.

Avand in vedere aceste aspecte, scrierea corectd cu diacritice este o necesitate. Odata cu
dezvoltarea tehnologica, oamenii folosesc tot mai mult metode digitale de scriere si transmitere a
textului, care Tnlocuiesc scrisul de mana. In Romania la momentul actual sunt folosite cu precadere
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tastaturi ce au doar literele alfabetului limbii engleze, iar pentru a introduce si caractere cu
diacritice este nevoie de mai mult efort, de exemplu utilizarea unor combinatii de taste, este mult
mai la indemana scrierea fara diacritice.

Un sistem de restaurare a diacriticelor are principalul rol de a identifica intr-un mod corect si cat
se poate de automat caracterele fard diacritice si de a le inlocui, in functie de cuvantul si contextul
in care se afld. Totodata, sistemul trebuie Tmpachetat intr-o aplicatie capabild sa se ocupe de
preprocesarea si postprocesarea textului.

in momentul de fatd exista astfel de servicii web, cum sunt ,,diacritice.opa.ro” si ,,diacritice.com”
care se ocupa cu rezolvarea acestei probleme, insd metoda utilizata de acestea nu este una
automatd. Ea se bazeazd pe compararea cuvintelor cu un vocabular, urmatd de alegerea
diacriticelor corecte de catre utilizator in cazul in care exista mai multe forme. Existd totusi si
servicii web ce folosesc metode automate, bazate pe inteligentd artificiald, de exemplu
diacritice.ai, dar care nu este 1n totalitate gratuit deoarece exista o limita a numarului de caractere
ce pot fi introduse.

Impactul existentei unui astfel de sistem este unul considerabil din punct de vedere al timpului
economisit. In cazul unei persoane care scrie, din diverse motive, un text de dimensiuni mari cu
totul fara diacritice, pasul urmator ar fi reluarea textului si adaugarea lor de mana, lucru care, n
functie de dimensiunea textului, se face intr-un timp considerabil de lung. Folosind un sistem care
ia fiecare propozitie din text si pune diacriticele in locurile corecte se poate rezolva problema intr-
un timp mult mai scurt, de ordinul minutelor.

Aplicabilitatea sistemului exista si in cazul platformelor mobile, cum sunt telefoanele. Acestea
beneficiaza de o putere de calcul suficientd si de suport software astfel incat sistemul sa poata fi
integrat. Deja exista aplicatii mobile care corecteaza textul scris de utilizator, doar ca nu iau in
considerare si problema diacriticelor, astfel ca sistemul ar putea interveni in situatia de fatd. Stim
acestora la internet, sunt trimise tot mai multe mesaje scrise. Deoarece unele mesaje sunt de natura
importanta, addugarea sistemului pe o platforma de tip telefon mobil ar avea un impact la scara
larga.

In lumina digitalizarii vietii oamenilor, dar si a evolutiei rapide a tehnologiei, volumul de date
existente Tn format digital a crescut considerabil, la fel si puterea de calcul a dispozitivelor precum
placile grafice si procesoarele. Acesti factori au dus la posibilitatea antrenarii cu succes a
algoritmilor de invatare automatd bazati pe retele neurale profunde. Problema restaurarii de
diacritice se poate rezolva cu mare acuratete folosind astfel de algoritmi.

Dezvoltarea unui astfel de sistem nu se poate face, insa, fara o baza de antrenament destul de mare.
Desi exista deja corpusuri de text mari in limba roméana, acestea prezintd doud mari probleme, una
este lipsa diacriticelor corecte, iar alta este faptul cd vocabularul format de acestea nu contine si
cuvinte ce au inceput sa fie recent folosite In limba romana.

1.2 OBIECTIVE

Avand 1n vedere importanta scrierii cu diacritice dar si necesitatea unei unelte care sa ajute la
restaurarea acestora in situatia in care ele lipsesc, obiectivul principal al lucrarii este dezvoltarea
unui sistem de restaurare a diacriticelor. Sistemul trebuie sa poata restaura cu precizie diacriticele
pe propozitii in limba roméana folosindu-se de context. Pentru a putea obtine acest lucru, au fost
tratate urmatoarele obiective specifice:

a. Colectarea unui corpus de text in limba romand de dimensiuni mari, cu diacritice puse
corect si care sd acopere un vocabular cat mai divers.
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b. Proiectarea si implementarea unei retele neurale profunde pentru restaurarea diacriticelor
si studiul performantelor acesteia in functie de felul in care sunt variate valorile
hiperparametrilor si arhitectura.

c. Implementarea unei aplicatii de restaurare a diacriticelor utilizand modelul cel mai
performant obtinut.

1.3 STRUCTURA LUCRARII

Capitolul 2 prezinta stareca artei in domeniul restaurarii de diacritice, metodele utilizate,
rezultatele experimentale obtinute precum si particularitatile fiecarei lucrari. De asemenea vor fi
prezentate si metricile de performanta ce pot fi folosite in evaluarea unui model specializat pe
sarcina restaurarii diacriticelor.

Capitolul 3 descrie, din punct de vedere teoretic, conceptele care stau la baza metodelor cele mai
comune de restaurare de diacritice si de procesare a limbajului natural in general. Acestea sunt
metodele statistice bazate pe n-grame si retelele neurale. Despre modelele statistice se va face o
scurtd prezentare, pe cand despre retelele neurale se va intra In mai multe amanunte.

Capitolul 4 este dedicat prezentarii tipurilor de tehnologii utilizate Tn experimente, mai exact
limbajul de programare Python, librariile Keras, Tensorflow, Hyperopt, baza de date MongoDB
si libraria CUDA. Dupa fiecare prezentare a tehnologiei se va mentiona scopul pentru care a fost
utilizata in elaborarea lucrarii.

Capitolul 5 se concentreaza pe metodele de restaurare de diacritice propuse, arhitecturi de retele
neurale. Acesta va prezenta metoda la modul general, urmand sa fie particularizata pentru trei
tipuri de retele: la nivel de caracter, la nivel de cuvant si hibride. Vor fi mentionate detalii precum
codificarea datelor si arhitectura retelei in fiecare caz in parte.

Capitolul 6 descrie detaliile de implementare a sistemului. Vor fi listate si prezentate bucati de
cod utilizate Tn etape precum definirea modelului, antrenare, testare, preprocesare date, optimizare
hiperparametri, interfata pentru restaurare si colectare corpus de text.

Capitolul 7 prezintda modul de desfasurare al experimentelor, mai exact configuratia experimentala
utilizatda si experimentele realizate, alaturi de motivatia si rezultatul lor. Configuratia
experimentala se referd la seturi de date folosite si resurse hardware si software.

15
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CAPITOLUL 2

STAREA ARTEI IN RESTAURAREA DE
DIACRITICE

2.1 LUCRARIPE ACEEASI TEMA

Problema restaurarii de diacritice a mai fost abordata, atat ca si cercetare, dar si intr-un mod
pragmatic. Exista lucrdri in literatura de specialitate pe aceastd tema care trateaza problema in
diferite feluri, unele folosind modele statistice, iar altele folosind retele neurale si exista si
implementari de retele neurale puse la dispozitie pe internet. Un scurt rezumat al acestora, al
felului de desfasurare al experimentelor, precum si rezultatele experimentale sunt prezentate in
acest capitol. De observat este faptul ca in fiecare lucrare sunt folosite seturi de antrenare si
evaluare diferite, iar rezultatele nu sunt cu adevarat comparabile. Totusi, ele pot da o idee asupra
performantelor sistemelor deoarece se folosesc aceiasi indici de performanta.

e 1In lucrarea Tufis, 2008 [1] se folosesc inlocuiri cu cuvinte dintr-un dictionar, mai exact cu
acele cuvinte care au probabilitate maxima de aparitie si, in cazul cuvintelor necunoscute,
se calculeaza la nivel de caracter sirul de caractere cu probabilitate maxima de aparitie in
acea situatie. Cu alte cuvinte, se foloseste un model n-gram la nivel de cuvant si unul la
nivel de caracter. Setul de date utilizat este reprezentat de un corpus format din texte dintr-
o revista saptdmanala si texte juridice.

e Petrica, 2014 [2] foloseste tot un model statistic, bazat pe n-grame la nivel de cuvant.
Datele de antrenare sunt obtinute in urma extragerii continutului articolelor de pe site-uri
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de stiri in limba romana prin intermediul unui program ce face acest lucru intr-un mod
automat. Se ridica si ipoteza faptului ca textul este predispus la greseli, iar in acest sens
este trecut printr-o aplicatie de curatare si prelucrare.

e Ruseti, 2018 [3] trateazd sarcina folosind retele neurale recurente. Ca o privire de
ansamblu, reteaua este compusa din trei cdi: una pentru fereastra curenta de caractere, una
pentru cuvantul curent si una pentru cuvintele propozitiei curente. Fereastra de caractere
si cuvintele propozitiei sunt trecute fiecare printr-o retea recurentd cu celule LSTM,
bidirectionald, iar apoi rezultatele tuturor celor trei cai sunt concatenate. La iesire, reteaua
clasifica, la nivel de caracter, ce fel de diacritica trebuie addugata sau daca nu este nevoie
de nicio modificare. Setul de date de antrenare este format dintr-un corpus care contine
transcrieri ale dezbaterilor din Parlamentul Romaniei si totalitatea articolelor de pe site-ul
Wikipedia, la momentul respectiv, care sunt scrise in limba romana.

e Cristescu, 2018 [4] utilizeaza retele neurale atat recurente cat si convolutionale pentru
rezolvarea sarcinii. Utilizeaza ideea de cai separate pentru caractere si pentru cuvinte.
Calea de caractere trece prin straturi convolutionale, iar cea de cuvinte este trecutd printr-
o retea recurentd. Calea cuvintelor este mapata in spatiul caracterelor printr-o harta de
proiectie, ce este data la intrare retelei si este obtinutd in pasul de preprocesare a datelor.
Dupa proiectie, cele doud cai sunt concatenate, rezultatul este trecut mai departe prin alte
straturi convolutionale, iar la iesire reteaua face clasificarea la nivel de caracter. In functie
de clasa prezisa, se decide dac este corect caracterul sau nu. Tn cazul Tn care nu este corect,
clasa determina tipul de diacritica ce trebuie sa ii fie pusa. Pentru antrenare au fost folosite
articolele scrise in limba romana pe Wikipedia si baza de date OpenCrawl.

Rezultatele experimentelor sunt prezentate in Tabel 2.1.

2.2 INDICI DE PERFORMANTA

In proiectarea si dezvoltarea unui orice fel de sistem este nevoie de anumiti indici cu ajutorul
carora sa se poatd face evaluarea performantelor sistemului. Acesti indici sunt de cele mai multe
ori niste valori scalare si pot reprezenta masuri precum eroarea sau precizia sistemului. n lucrarile
stiintifice studiate legate de restaurarea de diacritice se pot remarca anumite masuri ce se repeta si
care pot fi folosite cu usurintd si cu succes in evaluarea sistemului. De mentionat este faptul ca
acesti indici de performanta se calculeazd folosind atat ceea ce a prezis sistemul cat si ceea ce ar
fi trebuit s prezica sistemul, adica evaluarea trebuie facuta tot pe un set de date etichetat.

e Eroarea la nivel de cuvant — este un indice de performanta standard utilizat de obicei in
sistemele automate de recunoastere de vorbire. Se calculeazd drept numarul de cuvinte
inserate, sterse sau substituite eronat obtinute din sistem raportat la numarul total de
cuvinte obtinute din sistem. In caz particular, pentru aceasti sarcini este vorba doar de
cuvinte substituite gresit. Poate fi folosit in evaluarea sistemului de restaurare a
diacriticelor pentru a observa cantitatea de cuvinte gresite existenti in text. In mod ideal
aceasta este 0.

WER [%)] = Numar cuvinte gresite 2.1)
o= Numar cuvinte '

e Eroarea la nivel de caracter — un indice de performanta asemanator WER cu diferenta ca
numairitoarea se face la nivel de caracter. De asemenea, Tn mod ideal este 0.

Numar caractere gresite
ChER [%] = - (2.2)
Numar caractere
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e Precizie, reamintire si scorul F — indici Intilniti in problemele de predictie binard, in
regasirea informatiei. Pornesc de la ideea impartirii prezicerilor sistemului in pozitiv,
sistemul a pus diacritica, si negativ, sistemul nu apus diacritica. Mai departe, acestea se
impart in adevdrate si false, adica detectii:

o Adevarat pozitive, sistemul a pus Th mod corect o diacritica.

o Fals pozitive, sistemul a pus o diacritica gresita.

o Adevarat negative, sistemul nu a pus diacritica acolo unde nu trebuia.
o Fals negative, sistemul nu a pus diacritica acolo unde trebuia.

Precizia este raportul dintre numarul de diacritice introduse corect si numarul de diacritice
din textul prezis, iar reamintirea este raportul dintre numarul de diacritice introduse corect
st numarul de diacritice din textul original. Scorul F este media armonica a preciziei si
reamintirii. [Cucu, 2013] [5]

Adevarat pozitive

Precizia = 2.3
“ Adevarat pozitive + Fals pozitive (23)

o Adevarat pozitive
Reamintirea = . — . (2.4)
Adevarat pozitive + Fals negative

Precizia - Reamintirea

=2 Prezicia + Reamintirea (25)
Lucrare WER [%] | ChER [%]
[Tufis, 2008] 2.25 0.60
[Petrica, 2014] 0.52 0.11
[Ruseti, 2018]" 0.99 0.21
[Cristescu, 2018] - 0.14

Tabel 2.1 - Rezultate experimentale

! Lucrarea utilizeazd o metrica diferitd, prin care WER este calculat raportat la numarul total de cuvinte care accepta
diacritice. Indicele din tabel foloseste totusi aceeasi metrica pe care o folosesc si celelalte lucrari. Pentru a ajunge la
aceasta, s-a inmultit rezultatul cu raportul dintre numarul de cuvinte care accepta diacritice si numarul total de cuvinte,
oferite in articol. Acelasi lucru este si in cazul ChER.
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CAPITOLUL 3

NOTIUNI TEORETICE DESPRE METODE

3.1 MODELE STATISTICE DE TIP N-GRAM

Modelele statistice folosesc teoria probabilitatilor pentru a extrage informatii din seturile de date.
Un tip de model statistic des folosit in domeniul procesarii de text se bazeaza pe n-grame.

Un n-gram reprezinta o secventa de n cuvinte. Modelele statistice ce utilizeaza n-gram estimeaza
probabilitatea celui de al n-lea cuvant avand in vedere cele n-1 cuvinte anterioare acestuia din
secventd. Avand la dispozitie secventa de n-1 cuvinte si o lista de cuvinte care ar putea lua pozitia
n, se pot genera propozitii ludnd cuvantul care are cea mai mare probabilitate sd apara dupa
secventa de n-1 cuvinte [6].

Estimarea probabilitatilor se realizeaza parcurgand un corpus de text si, pentru fiecare secventa
de n cuvinte intalnita, se tine cont de cate ori apare aceasta. Mai departe, se reia acest procedeu
pentru secventele de lungime tot mai mica pand se ajunge la numarul de aparitii doar ale
cuvintelor. In urma calculului acestor probabilititi se obtine un model de limba, capabil si poati
fi folosit in rezolvarea unor sarcini precum recunoasterea vorbirii, traducerea automata sau chiar
si restaurarea de diacritice.
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Figura 3.1 - Obtinerea probabilitatilor unui model 3-gram

Tn Figura 3.1 este exemplificat felul in care este tratat calculul unor n-grame dintr-o propozitie, in
cazul particular in care n = 3, iar propozitia de intrare este “cat costa o casa”.

Pentru a putea vizualiza ideea de extras secvente de 3 cuvinte si calculat probabilitatea lor, in
figura este considerat cd din propozitia initiala se obtine, prin deplasarea ei la stinga cu un cuvant,
o altad propozitie, iar aceasta este din nou deplasata la stdnga cu un cuvant si se obtine o alta
propozitie. Cuvintele aflate pe aceleasi pozitii in toate aceste propozitii sunt puse impreuna si sunt
obtinute secventele de lungime 3 din propozitia initiala.

Din punct de vedere matematic, relatia de calcul a probabilitatilor in raport cu numarul de aparitii
poate fi scris sub forma urmatoare: [7]

N("cat costa 0”)
N("cat costa”)

p("cat costa 0”) = (3.1)
Dupa obtinerea probabilitatilor secventelor de lungime 3 se calculeaza probabilitatile secventelor
de lungime 2, urmata de calculul probabilitatilor cuvintelor. Astfel, cu cat se doreste un model de
limba ce cuprinde secvente de lungimi mari cu atat volumul de calcul creste.

Folosind aceste probabilitati se poate calcula probabilitatea de aparitie a unei secvente de lungime
mai mare decét 3. Acest lucru se realizeaza cu ajutorul regulii de inlantuire a probabilitatilor.

p("cat costa o casd”) =
= p("cat”,”costa”,”0”,"casad”) =

= p("cat”) - p("costa”|"cat”) - p("o”|"cat”,"costa”) - p("casd”|”cat”,"costd”,”0”)  (3.2)
Modelul de limba n-gram poate fi implementat cu usurintd iar utilizarea lui in sarcini precum
restaurarea de diacritice poate da rezultate foarte bune insd complexitatea de calcul creste odata
cu cresterea dimensiunii maxime a secventelor de cuvinte, iar flexibilitatea modelului este scazuta,
deoarece el se bazeazad foarte mult pe ideea prezicerii unor constructii si cuvinte ce au mai fost
ntalnite n setul de antrenare.

3.2 RETELE NEURALE ARTIFICIALE

3.2.1 Generalitati
O retea neurald poate fi descrisa printr-un graf in care fiecare nod corespunde unui neuron iar
fiecare muchie corespunde unei ponderi. Fiecare neuron calculeaza suma ponderata a iesirilor

neuronilor conectati la acesta si, in unele cazuri, aduna un termen de polarizare. Numarul rezultat
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este apoi trecut printr-o functie de activare si este astfel obtinuta iesirea neuronului curent [8]. Din
punct de vedere statistic, neuronul modeleaza o regresie liniara, la care se adaugd activarea, adica
partea de neliniaritate.

Ecuatia (3.3) prezinta formula matematica de calcul a iesirii unui neuron, pentru care intrarea este
un vector X. W este vectorul ponderilor neuronului, iar B este vectorul termenilor de polarizare a
neuronului, cu ajutorul carora se modeleaza o functie liniara. Functia aplicatd acestora este
activarea, care, in acest exemplu, este functia tanh, dar pot fi folosite si alte variante.

Z = tanh(WT - X + B) (3.3)

La intrarea retelei sunt aduse exemple de antrenare, reprezentate, de obicei, prin vectori de numere
reale. In contextul unei antrendri supervizate este pusd la dispozitia retelei iesirea ce ar trebui
obtinutd. Aceasta poate fi un vector sau un scalar, in functie de problema ce se doreste a fi
rezolvata.

Trecerea unui exemplu printr-o retea si obtinerea unei iesiri se numeste propagare in fata. In ideea
reglarii ponderilor aceasta etapa este urmata de o etapa de propagare in spate. Folosind numerele
obtinute la iesirea retelei se calculeaza eroarea acesteia cu ajutorul unei anumite functii, aleasa in
functie de tipul de problemi ce se doreste rezolvati. In contextul unei invatari supervizate, eroarea
data de iesirea retelei este calculata relativ la iesirea pe care ar fi trebui sd o dea reteaua. Folosind
valoarea erorii reteaua va incepe procesul propagarii in spate. Acesta presupune utilizarea unui
algoritm de optimizare a functiei cost iar variabilele de stare sunt ponderile si polarizérile
neuronilor. De obicei se utilizeaza algoritmi de optimizare multi-dimensionali derivativi precum
gradientul negativ.

Un ciclu complet propagare fatd-spate a unui exemplu de antrenare se numeste o iteratie. Trecerea
tuturor exemplelor de antrenare se numeste epoca. De obicei antrenarea se face in mai multe epoci,
n ideea obtinerii unei erori cat mai mici. Totusi, nu se poate antrena cu oricat de multe epoci,
deoarece exista riscul unei supraantrenari, care reduce posibilitatea de generalizare, iar reteaua va
avea rezultate foarte bune doar pe exemplele de antrenare, nu si pe alte exemple noi.

Principalele categorii de retele neurale sunt cele de tip unidirectionale si cele recurente [9].
Diferenta dintre ele este reprezentata de felul prin care este trecuta informatia prin retea. In prima
situatie informatia circuld Intr-un singur sens, doar de la intrare spre iesire, iar in a doua situatie
reteaua transmite informatii despre momentul curent catre momentul urmator sau catre momentul
trecut.

3.2.2 Retele neurale unidirectionale

Principalul scop al acestui tip de retea este aproximarea unei functii obiectiv f*, utilizdnd mai
multi neuroni ce modeleaza regresia liniara [10]

Exista un strat de neuroni la intrare, de dimensiune egala cu dimensiunea spatiului vectorial din
care provin informatiile, in componenta caruia nu sunt neuroni propriu-zisi, care antreneaza niste
parametrii, ci este doar calea de intrare a informatiei in retea, nealterata.

Apoi urmeaza un numar de straturi ascunse, responsabile de invatarea functiei de aproximat, cu
cat numarul de straturi ascunse e mai mare cu atat reteaua este considerata mai profunda.

La iesire existd un alt strat de neuroni, de dimensiune egald cu numarul claselor ce se doresc a fi
obtinute, a cdror activare este aleasd in asa fel incat s reiasa date despre clasa din care face parte
informatia de la intrarea retelei, cu ajutorul a ceea ce au Invatat straturile ascunse.

Desi in domeniul invétdrii automate existd deja modele liniare, ele sunt limitate doar la functii
liniare, pe cand retelele neurale nu sunt. Acestea nu au dificultiti in invdtarea unei probleme in
care datele nu sunt separabile liniar. Straturile ascunse sunt folosite pentru a creste non-liniaritatea
si a schimba reprezentarea datelor pentru a putea generaliza mai bine functia.

22



RESTAURARE DE DIACRITICE UTILIZAND TEHNICI BAZATE PE RETELE NEURALE

RELU RELU RELU RELU RELU RELU

CONV |CONV CONV | CONV CONV | CONV

by bbby

!

i

BEATAUNAN

B UEVEVE FORTET

Figuri 3.3 - Extragere de atribute si clasificare intr-o retea convolutionali [28]

Cel mai simplu model de retea neurald este perceptronul multi-strat, in care este folosit un singur
strat ascuns. Acesta se descurca foarte bine pe un volum relativ mic de date. Modelele mai
profunde folosesc un numar mai mare de straturi ascunse cu care reusesc sd invete probleme
complicate dintr-un volum mare de date. in Figura 3.2 se poate observa un perceptron multi-strat
cu 3 neuroni la intrare, reprezentand dimensionalitatea acceptatd a vectorilor de la intrare, un strat
ascuns cu 5 neuroni si 2 neuroni la iesire, reprezentdnd numarul de clase posibile la iesire.

Un model particular de retea unidirectionald este cea convolutionala. Acest tip de retea este
folositd cu precadere in domeniul prelucririi imaginilor, dar poate avea si alte aplicatii. In
situatii in care spatiul de intrare este prea mare, cum este cazul imaginilor, numarul de neuroni
de la intrare este si el mult prea mare, de exemplu 65536 neuroni in cazul unei imagini 256x256
pixeli. Aceasta problema se rezolva prin extragerea de caracteristici, care reduce dimensionalitatea
vectorilor de la intrare.

Extragerea de caracteristici se face folosind de mai multe ori un sir de operatii — convolutie,
aplicarea unei functii de activare si sondarea. Convolutia cu nuclee este folositd si in domeniul
procesarii imaginilor. Diferenta esentiala este faptul ca, In mod traditional, ponderile nucleelor
sunt fixe si determind rolul lor, iar in contextul invatarii automate ponderile nucleelor sunt
antrenabile, adica acestea se modificd asemeni ponderilor neuronilor. In urma unei antreniri,
straturile convolutionale invata sd extragd anumite tipuri de caracteristici, considerate relevante
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pentru rezolvarea sarcinii. Straturile de sondare sunt cele responsabile de reducerea
dimensionalitatii.

Tn Figura 3.3 pot fi vizualizate atributele care sunt extrase in straturile convolutionale ale unei
astfel de retele, dar se observa si faptul ca dupa aceste straturi atributele sunt trecute printr-o retea
de tipul perceptronului multi-strat, ce are rol de clasificare.

3.2.3 Retele neurale recurente
Retelele neurale recurente (RNR) au doua mari avantaje fata de retelele unidirectionale

I.  RNR au notiunea ordinii temporale si iau in considerare si alte informatii decat cele date
de exemplul de la momentul curent.
ii.  Dimensiunile vectorilor de la intrare si de la iesire pot fi variate.

RNR pot fi folosite cu succes in domenii precum prelucrarea semnalelor si procesarea limbajului
natural. [11]

one to one one to many many to one many to many many to many

| 000 0 oo oo
| bo0 000 00080 o
1 | o OBE e

Figura 3.4 - Tipuri de RNR in functie de numarul de intriri si iesiri [29]

RNR pot avea dimensiunile vectorilor de intrare si de iesire variabile, ca in Figura 3.4.
In functie de aceste dimensiuni se deosebesc mai multe tipuri de aplicatii:

Unu-la-unu — cazul obisnuit, unidirectional

O intrare, mai multe iesiri — de exemplu descrierea intr-o propozitie a unei imagini
Mai multe intrari, o singura iesire — analiza sentimentului transmis de o propozitie
Mai multe intrari, mai multe iesiri dupd terminarea intrdrilor — traducere automata
Mai multe intrari, mai multe iesiri in acelasi timp — restaurare de diacritice

RNR iau in considerare atat exemplul la momentul curent cat si iesirea retelei pentru exemplu la
momentul anterior. Astfel, iesirea la un anumit moment de timp depinde de restul iesirilor
momentelor anterioare. Acest lucru se obtine prin implementarea unei variabile de stare care se
obtine din valoarea ei anterioara si valoarea exemplului la momentul curent. Mai departe aceasta
variabild de stare ia parte in calcului iesirii retelei la momentul curent.

Din punct de vedere matematic procedeul de transport al memoriei poate fi descris astfel:
ht == a(W - xt + Uht—l) (3.4)
Variabilele utilizate sunt

h; iesirea stratului ascuns la momentul de timp curent t

X; intrarea retelei la momentul de timp curent t

h;_4 iesirea stratului ascuns la momentul de timp anterior t-1
U matrice de tranzitii Intre straturi ascunse

W matrice de ponderi
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Desfasurarea temporala a unei astfel de retele este prezentata in Figura 3.5.

Se observa felul in care, la fiecare moment de timp, iesirea celulei recurente este trimisa catre
celula corespunzatoare momentului urmator de timp.

Daca intreaga secventa este pusa la dispozitia retelei, se mai poate adduga un strat de RNR care,
pentru momentul curent, sd aiba in vedere informatie legata de momentele ulterioare celui curent.
Astfel de model, in care la fiecare moment avem informatii atat din trecut cat si din viitor, se
numeste retea recurentd bidirectional.

L0
L) - :

SR S o o

Figura 3.5 - Desfasurarea in timp a unei RNR [30]

v

Y
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Asemeni retelelor unidirectionale, iesirea celulelor unei RNR pot fi puse la intrarea unei alte retele
recurente, obtinandu-se astfel un model de retele stivuite.

3.2.3.1 Retele neurale recurente cu celule de memorie

O problema importantd prezenta la acest tip de retele este disparitia gradientilor, adica informatia
se pierde pe masura ce se avanseaza temporal. Cu alte cuvinte, reteaua uitd, iar acest lucru se poate
rezolva prin addugarea unei memorii. Astfel s-au dezvoltat, ca extensii ale RNR obisnuite, retelele
cu celule LSTM si celule GRU. LSTM sunt cele mai populare si des folosite. Celulele de tip
LSTM ii permit RNR-ului sa tind minte informatia pentru perioade lungi de timp, deoarece o tin
intr-o memorie asemanatoare celei din sistemele de calcul, prin faptul ca asupra ei se pot face
operatii de citire, scriere si stergere.

In functie de importanta informatiei, celula LSTM poate decide si o pistreze sau si o stearga.

Procesul de decizie se bazeaza pe calcule ce folosesc anumite ponderi, care pot fi invatate de
algoritm. Prin posibilitatea antrendrii acestor ponderi se poate invita ce este important si ce nu.

Celula LSTM se foloseste de 3 porti, intrare, uitare si iesire pentru a decide dacd sa stocheze
informatia, s o steargd sau sa o lase sd aiba un impact asupra iesirii la momentul curent. Aceste
porti se folosesc de functia sigmoida, astfel Incat exista posibilitatea derivarii acesteia pentru a
putea lua parte la procesul de propagare in spate.

In Figura 3.7 este descris principiul de functionare a celulei LSTM. Sunt folosite notatiile

e f, pentru poarta de uitare — determina daca se sterge continutul celulei;
e [, pentru poarta de intrare — determina daca se scrie in celula;
e 0, pentru poarta de iesire — determina iesirea celulei.
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Figuri 3.6 - Retea recurenta cu celule de tip LSTM [30]
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Figuri 3.7 - Celula LSTM [30]

3.2.4 Functia de activare

Este o functie neliniard aplicatd de un neuron pentru a introduce proprietati de neliniaritate n
retea. Existd mai multe variante de functii de activare utilizate de catre retele, alegerea lor facandu-
se atat pe baza performantelor oferite, cat si pe baza sarcinii ce se doreste a fi rezolvata.
Principalele functii de activare sunt prezentate in cele ce urmeaza. [12]

3.2.4.1 Sigmoid

Este o functie neliniard ce poate lua valori in intervalul [0, 1]. Poate fi folosita in aproximarea
unor situatii complexe datorita caracterului neliniar. Insi aceasta sufera de problema disparitiei
gradientilor datoritd faptului ca pe masurd ce variabila de intrare se indeparteaza de 0 valorile
functiei tind doar la 0 sau la 1, iar panta este aproape dreaptd. Functia este si costisitoare din punct
de vedere computational.

1
f(x) = 1T o> (3.5)
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Figura 3.8 - Graficul functiei sigmoid
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Figura 3.9 - Graficul functiei tangent hiperbolica

3.2.4.2 Tangenta hiperbolica
Poate lua valori in intervalul [-1, 1]. Asemanator functiei sigmoid, are un caracter neliniar prin
care ajutd la rezolvarea problemelor complexe, dar apare problema disparitiei gradientilor. Are
totusi avantajul ca este centrata in 0 si poate modela cu usurinta valori cu caracter puternic pozitiv,
negativ sau neutru.
e¥—e™*

tanh(x) = gy (3.6)
3.2.4.3 RelLU
Functie de rectificare liniara, sau functie rampa, care poate lua valori foarte mari deoarece nu este
limitata. Este eficienta din punct de vedere computational si, desi nu pare, este neliniara. Nu poate
lua valori negative. Este cea mai populara alegere de functie de activare pentru retele neurale
profunde datorita faptului ca nu mai apare problema disparitiei gradientilor.

f(x) = max(0, x) (3.7)
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Figura 3.10 — Graficul functiei ReLU

3.2.4.4 Softmax

Poate lua valori de la 0 la 1. Este utilizata in straturile de iesire pentru a oferi probabilitatile de
apartenenta la clasele urmarite de retea.

e’
softmax(z;) = Y (3.7)
1.2 0.46
0.9 Softmax|—»| 0.34
0.4 0.20

Figura 3.11 - Transformarea valorilor folosind Softmax [13]

3.2.5 Functia cost

Scopul unei retele neurale este acela de a gasi ponderile adecvate astfel Incat la iesirea ei sa se
regdseascd o predictie buna. Acest lucru se obtine prin obtinerea unei erori mici, deci se doreste
minimizarea erorii [14]. Un aspect esential al erorii este functia prin care aceasta este calculata.
Functia aceasta se numeste functie cost sau functie eroare. Functia cost reduce un sistem complex
la o singura valoare scalara care permite solutiilor sa fie comparate si ordonate [15].

Alegerea functiei cost poate fi o problemd complicatd deoarece aceasta trebuie sd capteze
proprietdtile problemei si sa fie motivata de aspectele importante ale proiectului.

In functie de iesirea doritd se pot folosi diferite tipuri de functii cost. Vor fi prezentate cele mai
frecvent utilizate.

e In cazul unei regresii, In care reteaua are un singur numar scalar la iesire, se poate folosi

eroarea patraticd medie. Formula acesteia este una simpla care se gaseste in relatia (3.8).
n

1 )
MSE = EZ(Yi -Y) (3.8)
i=1
e Pentru rezolvarea unei sarcini de tip clasificare binara sau clasificare pe mai multe clase,
se foloseste entropia incrucisata.

N
1
Jw) = == [yalogdy + (1 = y) log(1 = 9] (3.9)

n=1
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3.2.6 Algoritmul de optimizare

Sunt utilizati algoritmi de optimizare multidimensionald, ce pot fi impartiti In mai multe categorii
[16].

e Derivativi de ordinul inti, care optimizeaza folosind gradientul functiei. Cel mai des
folosit algoritm este cel al gradientului negativ.

e Derivativi de ordinul doi, care optimizeazd folosind matricea Hesiand. Acest tip de
algoritm este mai rapid doar daca este cunoscuta derivata a doua. Altfel, calculul acesteia
este costisitor din punct de vedere al memoriei si al timpului si sunt preferati algoritmii de
ordinul Intai.

e Nederivativi, care nu folosesc informatii despre gradientul functiei.

3.2.6.1 Gradientul negativ

Este un algoritm de optimizare multidimensional derivativ, care se foloseste de gradientul functiei
cost pentru a obtine noi valori ale ponderilor, relativ la valorile curente, utilizand un pas constant.

Formula gradientului negativ este scrisa la punctul (3.10). Tn ea se poate vedea cum vectorul de
ponderi w este actualizat folosind gradientul functiei cost J in valoarea curenta a ponderii. o este
rata de Tnvatare care transmite cat de mare este saltul facut. Aceasta valoare este constanta, fapt
pentru care exista sansa ca algoritmul sa se deplaseze fie prea mult si sa sard peste minim, fie prea
incet si s nu ajunga la minim intr-un timp rezonabil.

Wiy1 = Wi — aV](wy) (3.10)

Gradientul negativ poate sa proceseze fie cate un exemplu de antrenare per iteratie, fie poate sa
proceseze setul de antrenare pe loturi, adica sa actualizeze ponderile conform mai multor exemple
deodata.

In cazul utilizarii algoritmului cu cite un exemplu de antrenare, acesta se numeste gradient negativ
stocastic. El converge la minime bune, dar are fluctuatii foarte mari ale valorii costului in urma
fiecarei actualizari si are un timp mare de executie. Procesarea pe loturi oferd o convergenta mai
stabila si mai rapida.

Pentru utilizarea cu succes a acestui algoritm au fost aduse modificari menite sa imbunatateasca
punctele mai slabe ale sale.

3.2.6.2 Impulsul

La fiecare pas de optimizare se adauga un nou termen care ia in considerare o fractiune din pasul
anterior de optimizare. Scopul impulsului este acela de a accelera SGD in navigarea pe directia
relevanta si a reduce din fluctuatii atunci cand se porneste in alta directie. Se obtine o convergenta
stabila si oscilatii reduse.

Vectorul de actualizare este calculat separat prin formula de la (3.11) si ia in calcul valoarea
vectorului de la pasul anterior. Termenul y se numeste termen de impuls si exprima in ce masura
este luat Tn considerare vectorul de actualizare anterior. De obicei se alege y = 0.9.

V() =yV(t—1)+ aV](wy) (3.11)
Folosind aceasta notatie, formula de actualizare a ponderilor este (3.12)
Wiy = wi — V(2) (3.12)

3.2.6.3 Gradientul accelerat Nesterov

O problema care apare in metoda utilizarii impulsului este faptul cd acumularea acestuia pe
masurd ce functia descreste duce la posibilitatea ratdrii minimului. Acest lucru se intampla
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deoarece unele functii pot avea minimul intr-o zona foarte abrupta, foarte usor de sarit peste. Este
nevoie de o metoda prin care algoritmul sa nu inainteze prea rapid cat sa rateze minimul si prin
care acesta sa fie mai flexibil in cazul schimbarilor functiei.

GAN rezolva acest lucru prin aproximarea pozitiei viitoare in care va ajunge algoritmul si ce valori
vor avea ponderile. Astfel formula vectorului de actualizare va fi (3.13).

V() =yV(t—1) + aV](w, —yV(t — 1)) (3.13)

3.2.6.4 Adam

Este o prescurtare pentru estimare adaptivd de moment. Acesta este un algoritm de optimizare
care urmareste existenta unei rate de invatare separate pentru fiecare parametru in parte. De
asemenea, rata de Invatare este calculata intr-un mod adaptiv, in functie de gradientii calculati in
valorile anterioare ale ponderilor. m; si v, sunt momentele statistice ale gradientilor si reprezinta
media si varianta necentrata.

A, = — (3.14)
me = 1 —ﬁl .
A (3.15)
Ve = 1 —ﬁz .
a
Wit = Wy — —F——M, (3.16)

VU + €
Valorile de obicei alese sunt § = 0.9,,8, = 0.999si ¢ =10-e78
Adam functioneaza bine in practica in comparatie cu alte metode adaptive si converge repede.
Algoritmul nu intdmpina probleme precum disparitia ratei de invatare, intalnita la alti algoritmi
de optimizare cu rata de invatare adaptiva, si fluctuatiile functiei cost.

3.2.7 Metode de regularizare

Algoritmii de Tnvatare automatd bazati pe retele neurale au principalul avantaj faptul ca reusesc
sa invete chiar si functii cu grad de neliniaritate ridicat. Totusi acest lucru poate duce la situatia in
care functia Invatata se potriveste foarte bine doar pe exemplele folosite in setul de antrenare, dar
nu mai reuseste sa generalizeze alte exemple din alt set de date. Acest fenomen se numeste
supraantrenare si reprezintd o problema care poate fi adresatd din mai multe puncte de vedere.

3.2.7.1 Regularizarea functiei cost

Cea mai cunoscutd tehnicd de regularizarea constd in modificarea functiei cost cu scopul
trunchierii valorilor prea mari ale ponderilor. Modificarea este data de introducerea in functia cost
a unui termen de regularizare care este folosit Tn combinatie cu matricea ponderilor prin diferite
feluri. [17]

O metoda este utilizarea normei L2 a matricei de ponderi.

I W) =)+ w? (317)

Alta este utilizarea normei L1.

Inou W) =J W)+ o (3.18)

O alta metoda foloseste ambele norme si fiecare este folosita in combinatie cu un alt coeficient de
regularizare.
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i

IrsW) = JW) + 23 ) wil+2, ) wf (3.19)

3.2.7.2 Regularizarea neuronilor

O alta tehnica de regularizare foarte cunoscuta este renuntarea [18]. Renuntarea este o metoda de
regularizare utilizata in retelele neurale care ajutd Invatarea prin determinarea neuronilor sa fie
mult mai adaptivi si sd nu mai depinda de alti neuroni. Ea consta in tdierea anumitor legaturi intre
neuroni la momentul antrenarii. Taierea se face doar pentru anumite legaturi, alese in mod
aleatoriu. Fiecare legatura poate fi taiata, cu o anumitd probabilitate, care se numeste ratd de
renuntare. Astfel se introduce existenta unui nou hiperparametru ce influenteaza performantele
retelei si care trebuie ales intr-un mod optim.

3.2.8 Reprezentarea vectoriala a limbajului natural

Intr-o aplicatie de inteligentd artificiala ce are ca scop procesarea limbajului natural este nevoie
de existenta unei mapari din spatiul discret al cuvintelor intr-un spatiu vectorial multidimensional,
in asa fel Incat atat sensul cuvintelor, cat si relatia dintre ele sa poatd fi pastratd. Aceastd mapare
va reprezenta un strat suplimentar de intrare in reteaua neurali. In limba engleza, termenul
consacrat pentru reprezentarea vectoriala a cuvintelor este embedding.

Pentru a realiza acest lucru se foloseste un corpus de text din care sunt obtinute pozitiile cuvintelor
in spatiul vectorial, In functie de celelalte cuvinte. Exista astfel de algoritmi, care primesc un
corpus de text la intrare si din care rezultd o matrice formata din reprezentdrile vectoriale ale
tuturor cuvintelor din corpusul de text. Cateva exemple de algoritmi sunt Word2Vec, GloVe si
FastText.

Word2Vec este printre cele mai populare tehnici. Prin aceasta se realizeaza antrenarea matricei
folosind o retea neurala simpla unidirectionald cu un strat, intr-un mod auto-supervizat, adica nu
este nevoie de interventia utilizatorului pentru a eticheta datele, algoritmul le genereaza din setul
de date. Acest algoritm poate calcula reprezentarile cuvintelor in doud moduri. Primul mod preia,
pentru fiecare cuvant, contextul acestuia, 1l trece prin retea si prezice ce cuvant ar trebui sa urmeze.
Acest mod este rapid si are reprezentari vectoriale bune pentru cuvintele cele mai frecvente. Cel
de-al doilea mod functioneaza in mod diferit, fiecare cuvant este trecut prin retea si se incearca
prezicerea contextului sdu. Aceasta metodad functioneazd bine cu cantitdti mici de date si face o
reprezentare buna a cuvintelor mai rare. [19] [20]

Totusi, daca se doreste utilizarea unui strat de reprezentare vectoriala dar nu si antrenarea acesteia
in prealabil, existi o varianta alternativa. Intr-o arhitecturd de retea neurald profunda, matricea
aceasta poate fi invatatd odatd cu reteaua iar reprezentdrile vectoriale vor avea mai mult sens
pentru sarcina de rezolvat a retelei.

3.2.9 Problemele retelelor

Retele neurale profunde sunt o unealtd puternica ce pot rezolva probleme extrem de complexe, cu
0 capacitate de generalizare si de adaptare superioara altor algoritmi de invatare automata. Totusi
ele vin cu anumite obstacole, principalele fiind nevoia existentei unui set de antrenare consistent
si problema proiectarii propriu-zise a retelei,

Avéand n vedere toate componentele retelei, problema proiectarii devine una foarte complexa.
Este nevoie Tn primul rand de stabilirea unei arhitecturi, ce presupune mai multe alegeri precum
tipul de retea, unidirectionald sau recurenta, caz in care se alege tipul de celula de memorie,
numarul de straturi, folosirea de straturi convolutionale, caz in care e nevoie si de proiectarea
arhitecturii lor. Apoi e nevoie de alegerea functiilor de activare, functiei cost, algoritmului de
optimizare si a algoritmului de optimizare. Acestea, la randul lor determina aparitia unor variabile
ce necesita reglaj.
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Aceste variabile se numesc hiperparametri si ele trebuie, de asemenea, alese. Intr-o retea apar ca
hiperparametri variabile precum numarul de epoci, dimensiunea straturilor, rata de invatare sau
rata de renuntare.

O astfel de structura complexa poate obtine performante foarte bune, doar ca apare un compromis
mare, resursele utilizate. Din punct de vedere spatial, o retea neurala profunda poate ajunge la zeci
de milioane de ponderi antrenabile, lucru care duce la necesitatea unei memorii suficient de mari.
Din punct de vedere temporal, antrenarea unui astfel de model poate dura ore sau chiar zile iar, in
unele cazuri, chiar si inferenta poate dura destul de mult timp. Totusi antrenarea este un proces ce
se poate paraleliza foarte bine, fapt pentru care s-a dezvoltat suport pentru realizarea calculelor
necesare antrenarii pe placi grafice, pentru scaderea timpului.

Aceste aspecte, a resurselor utilizate, alaturi de metricile de performanta, trebuie luate in vedere
atunci cand se fac modificari la arhitectura sau la hiperparametrii unei retele neurale profunde.
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CAPITOLUL 4

TEHNOLOGII UTILIZATE

4.1 LIMBAJUL DE PROGRAMARE PYTHON

Este principalul limbaj de programare utilizat in elaborarea lucrarii. Motivatia principald pentru
folosirea lui este existenta librariilor gratuite ce pot fi folosite in acest limbaj care fac usoara
implementarea algoritmilor de invatare automata, cum sunt retelele neurale. Cateva exemple ar fi
Tensorflow, Keras, PyTorch, Caffe si Scikit-learn.

Un alt motiv este sintaxa de nivel inalt, usor de inteles si de utilizat, dat fiind faptul ca Python are
si un caracter de limbaj scriptic. Chiar si o persoana incepdtoare fard experienta in programare,
care totusi doreste sa lucreze cu algoritmi de inteligenta artificiala poate invata intr-un timp scurt
si cu usurinta programare in Python. De asemenea se pot folosi multiple paradigme de programare,
precum orientarea pe obiecte sau programarea functionala.

Gestionarea librariilor utilizate se poate face cu usurinta prin utilizarea unor aplicatii precum Pip
sau Conda. Acestea se ocupd atat de descdrcarea si instalarea librariilor, cat si de versionarea lor
s1 asigurarea existentei dependintelor necesare. Fara a utiliza librdrii suplimentare, Python ofera o
librarie standard generoasa.
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Python ofera de asemenea posibilitatea utilizarii de medii virtuale. Fiecare mediu virtual este
constituit din versiunea de Python utilizata si librériile necesare. Utilizarea mediilor virtuale este
folositoare in situatia in care programatorul lucreazad la mai multe proiecte, iar fiecare proiect
foloseste o versiune specificd de Python si librarii specifice. Un alt avantaj al mediilor virtuale
este dat de portabilitatea oferita. Astfel cineva care lucreaza la un proiect folosind un mediu virtual
ii poate permite altcuiva sd lucreze pe acelasi proiect fard ca aceastd persoand sa isi instaleze
manual fiecare librarie. Tot ce are nevoie este fisierul de descriere a mediului virtual, care, folosit
impreund cu un program precum Pip, va face instalarea librériilor necesare proiectului foarte
usoara.

Domeniul de aplicabilitate a limbajului se poate extinde si 1n alte ramuri precum jocuri, explorarea
datelor sau tehnologii web. Avand in vedere faptul ca in momentul curent cele mai la moda
domenii din tehnologia informatiei sunt aplicatiile web si inteligenta artificiald, o persoana care
cunoaste acest limbaj poate imbina aceste doud domenii si poate dezvolta o aplicatie web care
foloseste si algoritmi de inteligenta artificiala.

In cadrul lucrarii, limbajul de programare Python a fost folosit in scrierea si evaluarea modelului,
preprocesarea si postprocesarea datelor, toate acestea folosind atat librarii speciale pentru retele
neurale, cat si libraria standard oferita de Python. Pentru a putea rula antrenarea pe mai multe statii
de lucru s-au folosit medii virtuale pentru transferarea librariilor necesare si administratorul Pip
pentru instalarea lor.

Descriem 1n continuare cele mai importante librarii de Invatare automatd disponibile pentru
Python si folosite in elaborarea lucrarii.

4.2 KERAS SI TENSORFLOW

Tensorflow este o librarie gratuitd dezvoltata de Google Brain pentru implementarea algoritmilor
de calcul numeric utilizati in aplicatii de invatare automata. Scopurile principale al librariei sunt
facilitarea implementarii modelelor de invatare automata si optimizarea timpului de antrenare.

[21]

Metoda de lucru a librariei este definirea tuturor operatiunilor matematice prin grafuri de
computatie. Graful are ca noduri operatiuni matematice iar ca muchii valori numerice, care de cele
mai multe ori sunt transmise ca vectori multidimensionali, denumiti tensori.

Operatiunile matematice de baza sunt realizate intr-un mod cat mai optimizat folosind un nucleu
scris ntr-un limbaj de nivel mai scazut, C++, in care astfel de operatiuni sunt executate foarte
rapid. La dispozitia programatorului este pus la dispozitie un API scris in limbajul Python, astfel
oferind o metoda usoara la nivel inalt de a proiecta un model.

Un mare avantaj al acestei librarii este faptul ca permite accelerarea operatiilor prin utilizarea
procesoarelor grafice, care au o putere de calcul paralel mult mai mare decat procesoarele de uz
general. De asemenea, pentru o mai mare accelerare a antrenarilor, Tensorflow ofera posibilitatea
antrenarii in mod distribuit, printr-un sistem bazat pe transmitere de mesaje.

Desi Tensorflow este o libririe de nivel inalt, deasupra sa se mai poate adduga un strat de
abstractizare, reprezentat de libraria Keras. Daca in Tensorflow se faciliteaza definirea operatiilor
utilizate intr-o retea neurala printr-un graf, in Keras se poate defini efectiv reteaua printr-un graf,
in foarte putine linii de cod. Mai departe libraria defineste operatiunile necesare print intermediul
unui nucleu, care poate fi Tensorflow, Theano, CNTK sau chiar si unul definit de programator
[22].

Pentru dezvoltare rapida de prototipuri este o unealtd excelentd, dar dacd se doreste eficienta
maxima si mai mult control este recomandata scrierea modelului folosind Tensorflow sau direct
intr-un limbaj de nivel scazut.
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Astfel, el poate fi folosit pentru a defini reteaua, strat cu strat, cu posibilitatea de a defini pentru
fiecare strat in parte dimensiunile si caracteristicile acestuia. Pe langd ajutor in definirea
arhitecturii retelei, Keras pune la dispozitie si alte unelte, utilizate in diferite scopuri.

In primul rand pentru ajutor in cadrul procesului de antrenare sunt oferite mai multe utilitati.

e Afisarea unei interfete in linia de comanda care oferd informatii despre starea curenta a
antrendrii, mai exact indicele exemplului curent de antrenare raportat numarul total de
exemple, numarul epocii curente raportat la numarul total de epoci, eroarea de antrenare
si eventual eroarea de validare.

e Apelarea unor functii Intr-un mod automat n anumite stadii ale antrenarii. Aceste functii
pot fi definite de programator, desi unele sunt deja sunt oferite de librarie, iar
comportamentul lor poate fi suprascris. Ele pot fi folosite in diferite scopuri, cel mai des
folosite fiind cele care salveazd modelul impreuna cu ponderile modificate, cele care
realizeazd un jurnal al evolutiei modelului pe parcursul antrendrii si cele care opresc
antrenarea modelului sau scad rata de invatare in situatia in care eroarea nu mai scade.

e Posibilitatea antrendrii folosind un obiect de tip generator, prin intermediul caruia se aleg
exemplele de antrenare addugate la inceputul fiecarei epoci. Astfel se poate realiza
antrenarea fara parcurgerea intregului set de date, ci doar cele selectate de generator, dupa
o regula care de obicei este o distributie aleatorie uniforma. Prin aceastd metoda se reduce
in mod drastic timpul de antrenare pastrandu-se totusi diversitatea exemplelor trecute prin
retea.

In al doilea rand Keras ofera diferite unelte spre a fi utilizate in preprocesarea si postprocesarea
datelor.

e Tokenizer, o unealta utila in procesarea limbajului natural, cu care se realizeaza codificarea
si decodificarea textelor la nivel de cuvant.

e Pentru secvente se pot folosi unelte care se ocupd de aducerea lor la aceeasi lungime, prin
umplerea acestora cu numere, cum ar fi 0, inainte sau dupa.

e Pentru preprocesarea etichetelor este pusa la dispozitie o functie prin care eticheta este
transformata dintr-un numar intreg, scalar, intr-un vector coloana de dimensiune egald cu
numarul claselor. Acest vector are 0 pe toate pozitiile mai putin pe cea corespunzatoare
numarului clasei, unde se regaseste 1.

Atat Keras cat si Tensorflow vin la pachet cu arhitecturi de retele neurale profunde cu ponderi
preantrenate. Ele pot fi folosite fie pentru simplul scop de a face predictii sau pentru a le reantrena.
Reantrenarea lor este o tehnica numita invatare prin transfer prin care se poate antrena intr-un timp
mult mai scurt un model pentru o sarcind noua folosind un model antrenat mult timp pentru o alta
sarcind, asemandtoare. Acest lucru se realizeaza prin blocarea modificarii ponderilor anumitor
straturi si permiterea antrenarii celorlalte straturi. De obicei doar ultimului strat 1i este permis sa
isi modifice ponderile in astfel de situatii.

Keras a avut un rol esential in elaborarea lucrarii datorita usurintei cu care s-au putut implementa
proiectarea, antrenarea, evaluarea si observarea evolutiei modelului, precum si pentru ajutorul
oferit in preprocesarea datelor. Tensorflow a fost folosit ca si nucleu pentru Keras.

4.3 HYPEROPT

O retea neurald poate atinge performante bune cu ajutorul alegerii intr-un mod optim a arhitecturii,
setului de antrenare si a valorilor hiperparametrilor. Hyperopt este o librarie care isi propune sa
rezolve problema alegerii valorilor hiperparametrilor. Metoda de rezolvare este constituita din
gasirea hiperparametrilor rezolvand o problema de optimizare. [23]
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Ea considera reteaua ca fiind functia obiectiv si un indice de performanta, cum ar fi eroarea de
antrenament sau de validare, valoarea functiei. Folosind un spatiu de cautare definit de
programator, gaseste variabilele de control, reprezentate de hiperparametri, care dau rezultatele
cele mai bune. In acest proces functia este consideratd o cutie neagra despre care nu avem detalii
precum derivatele acesteia.

Evaluarea functiei obiectiv folosind variabilele de control de la un moment dat este reprezentata
de antrenarea retelei cu acei hiperparametri, deci un pas de optimizare este de duratd egald cu
durata de antrenare a retelei.

Spatiul de ciutare al hiperparametrilor poate s fie discret sau continuu. In cazul celui continuu,
alegerea variabilelor de catre algoritm se face dupa anumite legi de distributie, ale ciror momente
statistice pot fi setate.

Unul dintre avantajele principale oferite de libraria Hyperopt este capabilitatea algoritmului de
optimizare de a alege noi variabile de control intr-un mod cat mai inteligent, folosindu-se de
rezultatele experimentale anterioare. Pentru a obtine astfel de sugestii utilizeaza algoritmul
Estimatorului Parzen Arborescent (TPE). Totusi exista si posibilitatea de a nu folosi aceastad
metoda si de a face alegerea pur aleatorie, lucru care tot va duce la o solutie, doar ca Tn mai multi
pasi de optimizare. Avand in vedere ca un pas de optimizare este o Tntreaga antrenare de retea,
alegerea In mod aleatoriu a variabilelor de control duce la un proces de optimizare de
hiperparametri foarte costisitor si lent, datorita necesitdtii unui numar mare de pasi de antrenare.

Un alt avantaj foarte important al librariei este faptul ca optimizarea hiperparametrilor se poate
face cu usurinta intr-un mod distribuit, folosind mai multe statii de lucru. Pentru utilizarea in
modul distribuit trebuie ca Hyperopt sa fie instalat pe toate statiile de lucru iar functia de optimizat,
adica modelul retelei, trebuie si ea sa fie pusa pe toate statiile de lucru. Intre toate statiile implicate
va exista un intermediar, o baza de date MongoDB, in care vor fi inserate experimente de antrenare
dar si rezultatele acestora.

Un singur calculator este cel care creeaza sarcini si acela este cel master. El este cel care crecaza
sarcini in baza de date. O sarcind contine valorile variabilelor de control de incercat si alte
informatii precum starea ei, data si ora la care a fost creata si un identificator unic al optimizarii
curente. Restul calculatoarelor citesc sarcinile din baza de date si isi atribuie cate o sarcind care
nu a fost Incd atribuitd. Mai departe executd antrenarea folosind hiperparametrii din sarcina si
returneaza, in interiorul sarcinii din baza de date, rezultatul. Mai departe calculatorul master va
citi din baza de date sarcinile terminate si crea noi sarcini in functie de ele, iar la final master-ul
va afisa hiperparametrii cu care s-a obtinut cel mai bun rezultat, in functie de criteriul stabilit.
Acest mod de lucru este descris in Figura 4.1.

Posibilitatea rularii distribuite are un impact destul de puternic avand in vedere numarul de
hiperparametri ce necesita antrenati si timpul de antrenare necesar unei retele astfel incét sa se
obtina rezultate relevante.

In elaborarea lucririi Hyperopt a fost folosit cu scopul optimizarii de hiperparametri precum
dimensiunea unor straturi sau rata de renuntare si realizarea de experimente legate de
performantele sistemului cu si fara hiperparametri optimizati.
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Figura 4.1 - Optimizare de hiperparametri in mod distribuit

44 MoNGoDB

Este o baza de date non-relationald, orientata pe documente. Celelalte tipuri de baze de date non-
relationale sunt cele cheie-valoare (de exemplu Redis), orientate pe grafuri (Neo4j) si cele
orientate pe coloane (HBase). [24]

Dintre toate, cele orientate pe documentate sunt cele mai populare si mai adesea folosite. Acestea,
fatd de modelul relational, au redefinit conceptele precum tabela, aici este o colectie iar randul are
ca echivalent documentul, care este o structurd mult mai flexibild. Colectia poate contine
documente cu aceeasi structurd sau cu structuri diferite.

Datele sunt stocate in format JSON binar, prescurtat BSON. Deoarece se foloseste acest format,
documentele sunt stocate ca perechi cheie-valoare intr-un mod flexibil astfel incéat fiecare
document sd poatd avea doar campurile de care are nevoie. Un alt avantaj al utilizarii JSON apare
la implementarea aplicatiilor care se conecteazd la MongoDB. Se realizeazd maparea
inregistrarilor din baza de date la obiecte din cod intr-un mod mult mai usor, fara a mai fi nevoie
de un strat suplimentar pentru acest lucru.

Astfel un avantaj principal este flexibilitatea datelor. Alte avantaje ar mai fi posibilitatea cautarii
documentelor mai usor deoarece pot fi folosite interogari dupa numere intr-o gama sau interogari
dupa text folosind expresii regulare, indexarea datelor pentru o cautare mai rapida, scalabilitatea
verticald si orizontala, posibilitatea stocarii de fisiere si posibilitatea replicarii bazei de date.

O diferenta importanta fatd de modelul relational este faptul cd nu mai existd notiunea de operatii
de join. Aici fiecare document poate avea unul sau mai multe documente imbricate. Acest lucru
duce la cresterea performantei deoarece operatia de join din modelul relational este una
costisitoare din punct de vedere al timpului. Totusi acest lucru duce redundanta si la un consum
mai mare al memoriei interne. [25]
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Pe langd consumul mare de memorie exista si alte limitari ale bazei de date MongoDB. Daca se
doreste implementarea de logica la nivelul bazei de date acest lucru nu este posibil deoarece nu se
pot crea proceduri stocate sau alte tipuri de functii.

In elaborarea lucrarii am utilizat MongoDB impreuni cu Hyperopt pentru a putea realiza
optimizarea de hiperparametri. Baza de date a fost instalata pe o statie de lucru folosita doar pentru
acest lucru, pe care nu s-a rulat nicio antrenare. Pentru a putea analiza experimentele a fost folosit
si un script de Python care a reusit sd se conecteze la baza de date, sa citeascd datele
experimentelor, sa organizeze intr-un mod corelat valorile hiperparametrilor cu eroarea de
validare obtinuta si sa le afiseze pe un grafic.

45 CUDA

Este o platforma de calcul paralel dezvoltata pentru placile grafice Nvidia. Rolul acesteia este de
a permite dezvoltatorilor software sd accelereze executia programelor intensiv-computationale
prin utilizarea placilor grafice.

Combinatia dintre placile grafice Nvidia si CUDA a devenit folosita in multe domenii care au
nevoie de performante inalte de calcul, cum ar fi invatarea automatd, data science, analiza
numerica, imagistica medicald sau bioinformatica. [26]

Tn antrenarea retelelor neurale profunde este de asemenea folositi CUDA impreund cu librarii
specializate ce oferd suport pentru aceastd platforma, cum sunt Keras si Tensorflow. In acest caz
specific este dezvoltata o librarie speciala, cuDNN, care este specializata in realizarea
operatiunilor matematice specifice retelelor neurale profunde.

Pe langa cuDNN, CUDA oferd si alte librarii pentru retele profunde, precum TensorRT si
DeepStream. De asemenea exista librarii CUDA specializate si pentru alte domenii, cum sunt cele
pentru algebra liniara, matematica, procesare de semnale si algoritmi paraleli.

Dacé nu se doreste utilizarea unor librarii, existd posibilitatea programarii operatiunilor realizate
pe GPU utilizdnd CUDA la nivelul cel mai scazut prin limbajul C++.
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CAPITOLUL 5

METODE PROPUSE

Ideea principala este folosirea unui corpus de text cu diacritice pentru antrenarea unei RNR.
Aceasta trebuie sa invete ca, pentru propozitiile de la intrare fara diacritice, sa scoata aceleasi
propozitii, cu diacritice.

Rolul RNR este acela de a procesa secventa de text, la nivel de cuvant, caracter sau ambele, si de
a extrage informatii utile despre fiecare parte a vorbirii in parte. Aceste informatii vor fi trimise
mai departe catre un strat neural dens de iesire cu rol de clasificare.

La antrenare, fiecarei propozitii din corpusul de text de antrenare Ti este facuta o copie, careia i
sunt scoase diacriticele si sunt puse intr-un alt corpus, care va folosit la intrarea retelei, iar
propozitiile din corpusul cu diacritice vor fi folosite la iesire, drept etichete. Intrarea retelei este
astfel formata din propozitii fara diacritice, codificate la nivel de cuvant sau la nivel de caracter,
iar iesirea este un clasificator care prezice forma corecta a cuvintelor sau caracterelor de la intrare.
Pentru antrenarea retelei este calculata eroarea dintre preziceri si diacriticele corecte din corpus.
De asemenea si etichetele de antrenare sunt codificate, astfel incat eroarea este calculata relativ la
codificare.

La testare sunt disponibile doar propozitii fara diacritice. Ele sunt codificate si trecute prin reteaua
cu ponderi antrenate, care va prezice, pentru fiecare caracter, o lista de probabilitati de apartenenta
la fiecare clasa din cele posibile. Se aplicd functia argmax pentru a afla pozitia din lista la care se
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Figura 5.1 - Metoda utilizata

afla probabilitatea cea mai mare. Acea pozitie reprezinta codificarea de la iesire. Mai departe ea
este decodificatd pentru a se obtine caracterul prezis de retea.

Metoda este descrisa grafic in Figurd 5.1.

5.1 ARHITECTURA LA NIVEL DE CARACTER

Fiecare exemplu de antrenare este codificat la nivel de caracter, prin asocierea cate unui numar
intreg fiecaruia, folosind o lista de caractere posibile la intrare, formata din litere fara diacritice,
cifre si simbolurile spatiu, cratima si sfarsit de linie.

Mai departe caracterele trec prin stratul de mapare la reprezentare vectoriala, cu ponderi
antrenabile pe masura ce reteaua se antreneaza. Vectorii asociati caracterelor intra in RNR propriu
zisa, fiecare vector fiind corespunzator unei celule recurente. Astfel, in mod indirect, fiecarui
caracter de la intrare i se asociaza o celula recurenta.

Dupa trecerea prin RNR, informatia ajunge intr-un strat de tip dense, a carui activare este functia
softmax. Vor fi utilizate doua metode de codificare a datelor de la iesire:

I.  Asocierea fiecarui caracter un cod care corespunde indicelui sau in lista de caractere
posibile la iesire. Deoarece la iesire pot fi 44 de caractere (litere fara diacritice si cu
diacritice, cifre, caractere speciale spatiu, newline si cratima), atunci stratul de iesire va
caracter sa fie inlocuit cu un alt caracter gresit, chiar si In cazul caracterelor ce nu pot avea
diacritice.

ii.  Impartirea caracterelor de la iesire in 3 clase corespunzitoare.

a. 0—nu e nevoie de diacritica
b. 1-,1",,8", ..t 4"
c. 2-,a
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Acest tip de Tmpartire duce la nevoia existentei unui pas suplimentar de preprocesare si
postprocesare a datelor, dar asigura consistenta caracterelor. Dimensiunea stratului de
iesire va fi 3.

Fata de codificarea caracterelor de la intrare, cele de la iesire sunt ulterior convertite in formatul
binar de vector-coloana cu 1 pe pozitia corespunzitoare clasei, pentru a putea calcula entropia
incrucisata, fiind vorba de o problema de clasificare in mai multe clase.

O privire de ansamblu asupra acestei arhitecturi poate fi observatd in Figurd 5.2. Reteaua RNR
este descrisd la modul general, deoarece se pot face modificari precum modificarea tipului de
celulda In LSTM sau GRU sau stivuirea mai multor straturi.

Output l'b'l lIuI' lln'I I'é'l m Ille 'li" l'uII l'a"
Activation Softmax Softmax ‘ Softmax| ‘ Softmax ‘ ‘ Soﬂmax‘ ‘ Softmax ‘ Softmax Soﬁmax| Softmax‘

A 3 A A A A

Backward ‘ RNN l:‘ RNN m RNN m NN “:}‘ RNN m RNN g RNN m RNN M RNN ‘
Forward
N

T T T T T 1T
A R R R I S
\?mwmwymR

N:‘RNN:‘RNNI:‘RNL:‘RNN:‘RNN|
A A A A

Embedding

T
L)

Input llbll llull Ilnll Ilall nw llZlI

T
T "u" "a"

Figura 5.2 - Arhitectura la nivel de caracter

In Figura 5.3 este prezentatd indeaproape calea datelor si felul in care acestea se modifici. Se
observa felul in care reteaua invata sa restaureze diacritica literei ,,a” pentru litera ,,a”, iar in Figura
5.4 este descrisa modalitatea in care, in cadrul etapei de testare, reteaua restaureaza diacritica.
Pentru o usoara intelegere a exemplului, nu se iau in considerare si restul caracterelor din exemplu

si se face presupunerea ca maparea literei ,,a” este 1 si literei ,,a” este 2.

Y

codificare
intrare

retea
neurala

A

entropie eroare de

incrucisata antrenare
codificare : codificare m
w

y

- binara
iesire L
: iesire

Figuri 5.3 - Preprocesarea si metodologia de antrenare
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Figura 5.4 - Preprocesarea si metodologia de testare

argmax

5.2 ARHITECTURA LA NIVEL DE CUVANT

Fiecare exemplu de antrenare este impartit pe cuvinte. In stratul de intrare al retelei se vor gasi
astfel cuvinte, fiecare in parte fiind codificat dupa o anumita regula astfel incat sa existe o relatie
de corespondenta unu la unu.

Codificarile cuvintelor, odatd intrate in retea, sunt transformate in reprezentarea lor vectoriala,
care este Invatatd pe masurd ce invata si reteaua. Mai departe vectorii sunt trecuti prin RNR.
Fiecare vector ce este asociat unui cuvant va corespunde unei celule recurente. lesirile celulelor
recurente vor intra Intr-un strat de tip dens cu activare softmax pentru clasificare. Etichetele de
antrenare sunt cuvintele corespunzdtoare cu diacritice, codificate dupd o anumita reguld si
convertite binar cu 1 pe pozitia corespunzatoare codificarii fiecarui cuvant. Astfel dimensiunea
stratului de iesire va fi egald cu numarul de clase posibile, adica dimensiunea vocabularului, care
este foarte mare. Din acest motiv este necesara limitarea vocabularului la un numar suficient de
mic cat sd nu se depaseasca memoria disponibild si nici antrenarea sa nu dureze foarte mult, dar
si suficient de mare incat acuratetea sa fie acceptabila.

Codificarea cuvintelor se face dupa numarul de aparitii ale acestora in corpus. Cuvintele sunt
ordonate dupa numarul de aparitii descrescator, iar codificarea va fi pozitia in clasament. Cu alte
cuvinte, cuvintele cele mai frecvente vor avea valorile cele mai mici, iar cel mai frecvent cuvant
ar avea corespunzator numarul natural 1.

Motivarea acestei alegeri este nevoia existentei unei mapari facila unu-la-unu a cuvintelor la
numere, dar si posibilitatea limitdrii vocabularului, prin respingerea cuvintelor care au un numar
asociat mai mare decat un prag. Astfel se pastreaza informatia cea mai relevanta.

Dupa parcurgerea textului, numdrarea aparitiilor, sortarea cuvintelor si asocierea unui numar
fiecdrui cuvant rezultd un dictionar, ale carui chei sunt cuvintele si valori sunt codificarile. Este
creat si un dictionar invers, ale carui chei sunt codificarile si valori sunt cuvintele.

output "buni" "ziua"
Activation Softmax Softmax
Backward RNN RNN
Forward T

Backward

Forward

Embedding

r 1

Input "buna" "Ziua"

Figuria 5.5 — Arhitectura la nivel de cuvant
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Acest procedeu este facut intai pentru cuvintele fara diacritice apoi pentru cuvintele cu diacritice.
Dictionarul cuvintelor cu diacritice este utilizat la iesirea sistemului, pentru a decodifica
predictiile.

5.3 ARHITECTURA HIBRID

La intrarea retelei vor fi, pentru fiecare exemplu, codificarile cuvintelor din care este compus dar
si a caracterelor si o hartd de proiectie a cuvintelor pe spatiul caracterelor. Atit codificarile
cuvintelor, cat si ale caracterelor, vor fi transformate in reprezentarile lor vectoriale. Acestea sunt
mai departe puse fiecare la intrarea unor RNR. lesirile RNR sunt aduse la aceleasi dimensiuni
utilizand harta de proiectie a cuvintelor, apoi concatenate. Dupa concatenare se ajunge in stratul
final, un strat dens cu activare softmax. La iesirea retelei se vor afla etichetele de antrenare,
exemplele cu diacritice, la nivel de caracter.

In Figura 5.6 se poate observa caracterul hibrid al modelului. Pe de o parte exista o RNR la nivel
de cuvant, iar pe de alta parte este RNR la nivel de caracter. Iesirile retelei la nivel de cuvant sunt
proiectate pe spatiul caracterelor pentru a putea fi concatenate cu iesirile retelei la nivel de
caracter, iar predictia sd se facd avand 1n vedere atat informatia despre caracter, cat si despre
cuvant.

Harta de proiectie este 0 metoda de legatura intre cuvinte si caractere utilizata in [4]. Ea este
utilizatd deoarece in momentul 1n care cuvintele sunt codificate si apoi transformate n vectori se
pierde informatia legatd de caracterele ce compun cuvantul. Metoda de pastrare a informatiei
constd in formarea propozitiei la nivel de caracter, iar n locul informatiei despre fiecare caracter
este pusd informatia despre cuvantul din care acesta face parte. Informatia despre cuvant poate fi
fie reprezentarea vectorialda a acestuia, fie rezultatele trecerii cuvintelor prin RNR. Pentru a se
putea obtine acest lucru, harta de proiectie are urmatorul format. Are numarul de linii egal cu
numadrul de cuvinte si numarul de coloane egal cu numarul de caractere. Valorile ei sunt 1, pe
fiecare rand, pe coloane corespunzdtoare pozitiilor caracterelor ce formeaza cuvantul din
propozitie si 0 in rest. Un exemplu de astfel de harta, corespunzator propozitiei ,,bund ziua”, poate
fi observata in Figura 5.7. Codul utilizat pentru generarea hartii de proiectie si cel care face
proiectia si concatenarea sunt bazate pe [4].

Output "p "y "n nge wn nyn njm "y o
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Figura 5.6 - Privire de ansamblu asupra modelului hibrid
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Figura 5.7 - Proiectarea informatiilor

Tn Figura 5.7 este prezentat, in mod concret, felul in care informatia despre cuvinte este proiectati
in spatiul caracterelor si apoi cum se face concatenarea datelor. Pentru simplitate s-a considerat o
reprezentare vectoriala de dimensiune 3, atat pentru cuvinte, cat si pentru caractere.

Tn prima faza vectorii corespunzitori cuvintelor sunt stocati intr-o matrice cu numdrul de linii egal
cu numdrul de cuvinte si numarul de coloane egal cu dimensiunea vectorului de reprezentare.
Aceastd matrice este Tnmultitd cu transpusa hartii de proiectie. Se obtine o matrice cu un numar
de linii egal cu numarul de caractere si numarul de coloane egal cu dimensiunea reprezentarii.
Forma aceasta este identica formei matricei caracterelor, iar pe fiecare rand corespunzator unui
caracter este pusd reprezentarea vectoriala a cuvantului din care face parte. Matricea aceasta este
concatenatd cu matricea reprezentarilor vectoriale a caracterelor si se obtine o matrice cu numar
de linii egal cu numdrul de caractere si numdr de coloane egal cu dimensiunea reprezentarii
vectoriale a caracterelor adunata cu dimensiunea reprezentarii vectoriale a cuvintelor.

Avantajul acestei matrice este faptul ca ea contine, pentru fiecare caracter in parte, si informatie
despre cuvantul din care face parte. Un alt avantaj este faptul ca, deoarece numarul de randuri este
egal cu numarul de caractere din propozitie, se poate face predictia la nivel de caracter, care este
mult mai putin costisitoare decat cea la nivel de cuvant. Codificarile de la intrare utilizate sunt
cele din modelele la nivel de cuvant si caracter. Codificarea de iesire se va face la nivel de caracter
folosind metodele prezentate in capitolul 5.1.
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CAPITOLUL 6

DETALII DE IMPLEMENTARE

6.1 DEFINIRE MODEL

Definirea arhitecturii retelei neurale a fost realizatd utilizand libraria Keras. Procesul consta in
construirea modelului prin addugarea de straturi si crearea de legaturi intre ele. Straturile sunt
reprezentate de clase din Keras care primesc in constructor atribute precum dimensiunea lor si
functia de activare. Utilizand paradigma de programare functionala, straturile vechi sunt date ca
argumente straturilor noi pentru a se crea legatura dintre ele. La sfarsit un obiect de tip model este
creat folosind straturile de intrare si de iesire.

1. def get_model(

2 seq_len=16,

3 emb_dim=64,

4 1stm_dim=64,

5. 1stm_dropout=0.2,
6. recurrent_dropout=0.2,
7 output_dropout=0.2,
8

9

1

inp

. Input(shape=(None,))
Q. emb

Embedding(input_dim=1en(CHARS_INP), output_dim=emb_dim) (inp)
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11. Istm = LSTM(

12. 1stm_dim,

13. return_sequences=True,

14. input_shape=(None, 32),

15. dropout=1stm_dropout,

16. recurrent_dropout=recurrent_dropout,

17. )

18. bilstm = Dropout(output_dropout)(Bidirectional(lstm)(emb))
19. out = Dense(len(CHARS_OUT), activation="softmax")(bilstm)
20. model = Model(inp, out)

21. return model

Dupa obtinerea structurii modelului, acesta trebuie configurat cu functia cost si algoritmul de
optimizare utilizate, utilizand functia compile.

1. model = get_model(seq_len, emb_dim, lstm_dim, lstm_dropout, recurrent_dropout, output_
dropout)
2. model.compile(loss="categorical_crossentropy", optimizer=Adam(lr=initial_1r))

Functia cost si algoritmul de optimizare sunt si ele definite in Keras si pot fi folosite cu valori
implicite sau se pot specifica unele specifice. De exemplu, in cod este folosit algoritmul de
optimizare Adam cu o ratd de invitare initiala specificata in constructor. In mod implicit aceasta
este 0.001.

6.2 ANTRENARE

Odati ce modelul este definit si configurat, poate incepe antrenarea acestuia. In mod normal se
foloseste functia fit, care primeste ca argumente setul de date de antrenare, numarul de epoci, setul
de date de validare si functii ce se pot executa la diferite momente ale antrenarii.

In situatia de fata este folosita functia fit_on_generator. Aceasta va primi, in locul setului de date
de antrenare, un obiect de tip generator care se ocupa de selectarea si aducerea la intrarea retelei
a anumitor exemple de antrenare. Generatorul aduce la intrare exemplele la nivel de loturi, iar
functia fit_on_generator va mai primi ca argument numarul de loturi utilizate intr-o epoca.
Trecerea unui lot se numeste un pas de antrenare. In rest se pastreazi aceleasi argumente ca la
functia fit.

1. checkpoint = ModelCheckpoint(model file name, verbose=1l, save_best_only=True)

2. reduce_lr = ReduceLROnPlateau(monitor='val loss', factor=0.1, patience=reduce_lr_patie
nce, verbose=1)

3. csv_logger = CustomCsv("log_{}.csv".format(datetime.datetime.now().strftime('%Y_%m_%d_
%H_%M')), append=True, separator=';")

4. early stopping = EarlyStopping(patience=early_ stopping_patience)

tensorboard = TensorBoard(log dir="logs/{}".format(datetime.datetime.now().strftime('%

Y_%m_%d_%H_%M')))

2]

generator = Generator(X, Y, batch_size=128, steps=steps_per_epoch)
model.fit_generator(

generator, steps_per_epoch=steps_per_epoch, epochs=128, validation_data=(X_val, Y_
val),
10. callbacks=[checkpoint, early stopping, reduce_lr, tensorboard, csv_logger]
11.)

O 00N

Functiile de tip callback, care se executa in anumite momente ale antrenarii, sunt deja definite in
Keras, insd pot fi si definite de utilizator. In cod se observd cum sunt definite acestea, folosind
parametri doriti de programator. Functiile care reduc rata de invatare si care opresc antrenarea au
valori ale rabdarii diferite, care sunt citite de la tastaturd In momentul pornirii antrenarii.

Obiectul generator este instantiat din clasa Generator, primind ca argumente setul de date de
antrenare, dimensiunea lotului si numarul de loturi (numarul de pasi) dintr-o epoca. Clasa
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Generator este mostenitd din clasa abstracta Sequence existentd in Keras. Sunt necesare
implementarile metodelor __len__ si __getitem__ pentru a putea selecta loturi la fiecare pas.
Metoda on_epoch_end se executa la terminarea fiecarei epoci de antrenare si are rolul de a ordona
aleatoriu indicii exemplelor din setul de date.

1. class Generator(Sequence):

2 def __init_ (self, x_set, y_set, batch_size=256, steps=None):
3 self.x, self.y = x_set, y set

4. self.batch_size = batch_size

5. self.indices = np.arange(self.x.shape[0])

6 self.steps = steps

7

8

def __len__ (self):

9. return self.steps or math.ceil(self.x.shape[@] / self.batch_size)

10.

11. def _ getitem__ (self, idx):

12. inds = self.indices[idx * self.batch_size:(idx + 1) * self.batch_size]
13. batch_x = self.x[inds]

14. batch_y = to_categorical(self.y[inds], num_classes=1len(CHARS_OUT))

15. return batch_x, batch_y

16.

17. def on_epoch_end(self):

18. np.random.shuffle(self.indices)

Pornirea unei antrenari se face din terminal folosind comanda:

python src/main.py --todo train --data train_file -model model name --
steps_per_epoch 256 --reduce_lr_patience 3 --early stopping patience 6

Argumentele pot fi modificate in functie de ceea ce se doreste. Un caz special este cel in care
model_name corespunde unui fisier ce contine un model deja antrenat. Atunci acel model este
incarcat si este continuatd antrenarea lui.

6.3 PREPROCESARE DATE

Propozitiile din setul de antrenare sunt de lungime diferitd din punct de vedere al numarului de
caractere. Desi RNR permite antrenarea secventelor cu lungimi variabile, acest lucru duce la o
duratd mai mare de antrenare, deoarece nu se mai poate realiza paralelizarea operatiilor. Astfel se
doreste obtinerea unor secvente de lungimi egale.

O prima abordare ar fi aducerea tuturor secventelor la lungimea secventei cele mai mari, prin
umplerea lor cu caracterul spatiu. Aceastd metoda insa creeaza multa redundanta si duce la un
timp de antrenare foarte crescut.

O alta abordare ar fi lipirea tuturor exemplelor intr-un singur sir de caractere foarte mare si apoi
impartirea acestuia in buciti egale de caractere. In urma unei optimiziri de hiperparametri s-a
obtinut valoarea optima a lungimi ca fiind 256 de caractere. Chiar daca aceasta metoda
functioneaza iar modelul Tnvata sa restaureze diacritice, apar probleme precum faptul ca unele
cuvinte sunt taiate, iar Tn alte situatii sunt create exemple formate din doua propozitii diferite si
sunt alaturate cuvinte care nu au legatura.

Cea mai buna metoda este una care prelucreaza intr-un mod mai inteligent si adaptiv propozitiile.
Se va urmari obtinerea unor propozitii tot de lungime de 256 de caractere. Metoda sparge
propozitiile lungi fara a taia in interiorul cuvintelor, filtreaza propozitiile cu o lungime mai mica
decat un prag si apoi grupeaza propozitiile de lungime mica astfel incat propozitiile rezultate sa
aiba lungimea de 256 caractere sau mai putin. Mai departe propozitiile care au mai putin de 256
de caractere sunt umplute cu caracterul spatiu.

47



RESTAURARE DE DIACRITICE UTILIZAND TEHNICI BAZATE PE RETELE NEURALE

Exemplu, preprocesarea primelor 10 exemple din setul de antrenare avand ca obiectiv propozitii
de 40 de caractere, fara filtrare dupa lungime minima. In prima bucatd de cod se pot observa
propozitiile initiale, alaturi de lungimile lor.

1. {

2. 32: 'buna seara doamnelor si domnilor',

3. 49: 'o editie speciala o suta la suta in aceasta seara’,

4. 20: 'buna seara bun venit',

5. 25: 'ca sa-1 schimbe pe domnul',

6. 7: 'nu stiu’',

7. 64: 'discutam in special despre congresul partidului national liberal’,

8. 73: 'invitatii mei din aceasta seara sunt domnii ion cristoiu si dan turturica’,
9. 42: 'crin antonescu reales la al doilea congres',

10. 61: 'un congres fara istorie domnule cristoiu previzibil plicticos’,

11. 72: 'pana la urma al domnului crin antonescu a fost sa desfiinteze acest post'
12. }

Dupa spargerea propozitiilor, toate au lungimea mai mica sau egald cu 40. Nicio propozitie nu a
fost Tmpartitd prin taierea in interiorul unui cuvant. Acest lucru este realizat folosind functia wrap
a librariei textrwrap. De observat este faptul ca s-au obtinut si propozitii de lungimi egale.

1. {

2o 32: ['buna seara doamnelor si domnilor', 'a fost sa desfiinteze acest post'],

3. 34: ['crin antonescu reales la al doilea'],

4. 35: ['o editie speciala o suta la suta in'],

5. 36: ['discutam in special despre congresul', 'invitatii mei din aceasta seara sunt
', 'domnii ion cristoiu si dan turturica'],

6 7: ['congres', 'nu stiu'],

7. 39: ['pana la urmd al domnului crin antonescu'],

8. 40: ['un congres fara istorie domnule cristoiu'],

9. 25: ['ca sa-1 schimbe pe domnul'],

10. 27: ['partidului national liberal'],

11. 13: ['aceasta searad'],

12. 20: ['buna seara bun venit', 'previzibil plicticos']

13. }

Dupa gruparea propozitiilor s-a redus numarul de propozitii de lungime mica si a crescut numarul
celor de lungime apropiatd de 40. Concatenarea propozitiilor se face folosind caracterul de linie
noud cu scopul ca reteaua sa il invete drept marcaj pentru sfarsitul unei idei si s nu creeze corelatii
ntre caracterele dinaintea sa si caracterele de dupa acesta.

1. {

2. 32: ['a fost sa desfiinteze acest post', 'buna seara doamnelor si domnilor'],

3. 34: ['crin antonescu reales la al doilea'],

4. 35: ['o editie speciala o suta la suta in', 'ca sa-
1 schimbe pe domnul \n congres'],

5. 36: ['domnii ion cristoiu si dan turturica', 'invitatii mei din aceasta seara sunt
', 'discutam in special despre congresul', ‘previzibil plicticos \n aceasta seara'],

6. 37: ['partidului national liberal \n nu stiu'],

7. 39: ['pana la urma al domnului crin antonescu'],

8. 40: ['un congres fara istorie domnule cristoiu'],

9. 20: ['buna seara bun venit']

10. }

Tn cadrul modelului de tip hibrid a fost necesar ca pentru fiecare exemplu de antrenare si se obtina
harta de proiectie a cuvintelor in spatiul caracterelor. Functia care face acest lucru a fost preluata
si adaptata din [4].
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6.4 OPTIMIZAREA HIPERPARAMETRILOR

Optimizarea de hiperparametri s-a realizat intr-un mod distribuit folosind libraria Hyperopt si mai
multe statii de lucru, una master responsabila de definirea experimentelor, una responsabila de
gazduirea bazei de date si mai multe lucrdtoare, responsabile pentru antrenament. Aceasta
organizare este descrisd si in Figura 4.1.

Statia master se conecteaza la baza de date folosind datele de acces si specificand baza de date,
precum si colectia in care doreste sa scrie. Baza de date trebuie specificatd deoarece fiecare
utilizator are acces doar la anumite baze de date. De asemenea trebuie specificata si o cheie prin
intermediul careia se vor identifica experimentele optimizarii curente. Aceasta poate fi utila in
situatia in care se doreste reluarea optimizarii dupa ce a fost oprita.

Apoi statia porneste optimizarea, definind functia obiectiv, spatiul de cautare, locatia de stocare a
experimentelor care va fi in acest caz baza de date, algoritmul de sugestie a experimentelor si
numarul maxim de experimente. Functia fmin intoarce variabilele de control a celui mai bun
experiment, dupa terminarea acestora.

Crearea unui experiment constd 1n inserarea unui document ce contine variabilele de control,
identificatorul, cheia de identificare, marca de timp si statusul new.

1. trials = MongoTrials("mongo://name:pass@ip:port/hyperopt/jobs?authSource=hyperopt”, ex
p_key="optimization-1")

2. best = hyperopt.fmin(

3 objective.to_min,

4 space=[

5. hyperopt.hp.uniform("1lr", 0.00001, 0.01),

6 hyperopt.hp.uniform("lstm_dropout"”, 0.1, 0.5),

7 hyperopt.hp.uniform("recurrent_dropout"”, 0.1, 0.5),
8. hyperopt.hp.uniform("output_dropout”, 0.1, 0.5),
9. 1,

10. trials=trials,

11. algo=hyperopt.tpe.suggest,

12. max_evals=490,

13.)

14. print(best)

Statiile lucratoare pornesc un script din terminal care se conecteaza la baza de date si verifica daca
exista experimente care nu sunt realizate, iar in cazul in care gasesc si le atribuie, prin modificarea
statusului si adaugarea unei alte marci de timp. Scriptul pornit se gaseste in fisierul de instalare a
librariei Hyperopt si, pentru a functiona corect, este necesara prezenta scriptului ce contine functia
obiectiv sau a unei legaturi catre acesta. Comanda de pornire a scriptului este urmatoarea.

./hyperopt-mongo-worker --mongo="mongo://name:pass@ip:port/hyperopt"
-poll-interval=0.1

Functia obiectiv este to_min iar aceasta va primi ca argument hiperparametrii cu care va face
antrenarea, sub forma unui tuplu. Dupa extragerea acestora din tuplu, functia va defini modelul,
va Incdrca setul de date si va realiza antrenarea. La sférsit este necesar ca functia sa intoarcd o
metricd de evaluare si statusul experimentului.

Scriptul va reveni in baza de date si va modifica documentul asociat experimentului prin
actualizarea statusului Tn ok si va pune valoarea metricii obtinute.

1. def to_min(hyperparams=None, d=None):

2

3. print("Starting a new objective", hyperparams)

4. (1r, lstm_dropout, recurrent_dropout, output_dropout) = hyperparams
5 # ...

6 return {
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7. "loss": train_history.history["val loss"][-1],
8. "status": hyperopt.STATUS_OK,
9. }

Dupa terminarea unui experiment, calculator master va crea altul cu statusul new, iar
calculatoarele lucratoare vor verifica periodic, la o perioada specificatda in momentul pornirii
scriptului, baza de date pentru a identifica noi experimente.

6.5 EVALUAREA PERFORMANTELOR

Pentru a evalua performantele se foloseste un set de date separat, care contine doar cuvinte fara
diacritice, si a cdrui acuratete este masuratd prin intermediul unei interfete web.

Restaurarea diacriticelor se face folosind un model cu ponderi antrenate, care este incarcat in
functia de testare. Setul de date de evaluare este Impartit in propozitii si fiecare propozitie va intra
una cate una in retea. Reteaua va da probabilitatile de aparitie a cuvintelor/literelor cu diacritice,
iar functia de testare va decodifica iesirea retelei si va obtine propozitia cu diacritice. Aceasta este
pusd intr-un corpus de text impreuna cu predictiile retelei obtinute pentru celelalte propozitii.
Corpusul astfel obtinut este setul de date de evaluare cu diacritice restaurate.

Pentru rularea scriptului de testare se executa in terminal comanda:
python src/main.py --todo test --model model _name --out_file output_file

Se pot alege modelul ce urmeaza sa fie evaluat si numele fisierului in care sa fie pus textul cu
diacritice restaurate. Calea catre fisierul utilizat pentru evaluare nu poate fi modificata decat in
cod.

Mai departe evaluarea acuratetei se va face utilizdnd o interfatd web dezvoltata de laboratorul
SpeeD. Aceasta oferd posibilitatea incarcarii corpusului de text cu diacritice restaurate si
calculeaza acuratetea obtinuta la nivel de cuvant, dupa urmatoarea metrica:

1. def word_accuracy(true_words, pred_words):
2o return sum(t == p for t, p in zip(true_words, pred_words)) / len(true_words)

Evaluarea se face 1n cadrul interfetei si nu folosind o functie proprie deoarece doar pe serverul la
care este legata interfata se gaseste corpusul de text cu diacritice corecte, dar si deoarece
rezultatele pot fi denumite si sunt salvate in mod automat pentru ca apoi sd fie observate cu
usurinta.

Pe langa acuratete, au fost dezvoltate scripturi in Python pentru calculul altor metrici de
performanta, precizia, reamintirea si scorul F. Calculul acestora se face pentru fiecare litera cu
diacritica in parte. Tot cu scopul evaludrii performantelor a fost dezvoltat un script care, pentru
fiecare cuvant care poate avea diacritice, noteaza toate formele luate de acel cuvant dar cu
diacritice diferite, impreund cu numarul de aparitii ale fiecarei forme si numarul de forme gresite.
Un alt script a fost dezvoltat in vederea compararii performantelor mai multor modele intre ele
dar si cu diacriticele corecte.

6.6 COLECTAREA CORPUSULUI DE TEXT

Scopul este colectarea unui corpus de text cu diacritice corecte folosind o aplicatie de tip web-
crawler care sa ruleze periodic si sa extragd articolele noi apdrute pe site-uri de stiri in limba
romana. A fost dezvoltata in acest sens o aplicatie in Java care sa e ocupe de aceasta sarcina si, cu
ajutorul planificatorului cron din Linux, ea ruleaza periodic, odata la 4 ore.

Aplicatia functioneaza prin conectarea la feed-ul RSS al site-urilor, parcurgerea acestora,
obtinerea titlurilor si a link-urilor stirilor noi si accesarea paginilor. Apoi se utilizeaza o librarie
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pentru a prelucra codul HTML al paginii si a extrage textul stirii, care va fi mai apoi scris intr-un
fisier denumit dupa titlul ei. Libraria utilizatd se numeste Snacktory [27] si se bazeaza pe
algoritmul utilizat de o extensie pentru web browsere, Readability, menita si afiseze doar
esentialul unui articol online in momentul accesarii acestuia.

Tn total, sunt utilizate 24 de surse de text, reprezentate de site-uri romanesti de stiri si de publicatii
online. Din acest motiv aplicatia a fost proiectata sa ruleze in paralel, extragerea stirilor din fiecare
sursd facandu-se pe cate un fir de executie separat.

Odata stranse textele articolelor, ele sunt mai departe procesate in 2 etape.

Intai este utilizat un script in Python care se ocupa de filtrarea si organizarea fisierelor extrase.
Filtrarea este necesara deoarece algoritmul de extragere a textului articolului nu functioneaza
intotdeauna corect sau este extras corect dar textul nu contine diacritice.

Astfel sunt realizate Intai filtrari dupa fisiere eronate, care sunt considerate cele cu continut identic
cu a altor fisiere si cele de dimensiune redusd a octetilor. Apoi este realizata filtrarea dupa
procentul de litere ce acceptd diacritice care au diacritice. Sunt pastrate doar fisierele ale caror
procent depaseste un prag, iar celelalte sunt mutate intr-o locatie separata. De asemenea fisierele
fara diacritice pot fi si ele considerate eronate. Pragul procentului de diacritice si pragul
dimensiunii fisierului 1n octeti sunt parametri ce pot fi dati ca argument functiei de curatare. Dupa
ce se realizeaza filtrarea, scriptul uneste textele articolelor intr-un singur fisier, cate unul pentru
fiecare sursa.

Tn continuare va fi reprezentati grafic histograma numarului de fisiere in functie de procentul de
diacritice pentru sursa de stiri digi24.

Figura 6.1 prezinta situatia initiala, In care se poate observa diferenta majord dintre numarul de
fisiere care au procentul de diacritice 0 si numarul de fisiere care au procentul de diacritice diferit

de 0.

In Figura 6.2 este prezentatd histograma dupa primul pas, cel de curdtare a fisierelor care se repeta
si care au dimensiunea In octeti mai mica decat un prag. Aceasta a realizat eliminarea in totalitate
a fisierelor cu procent 0 diacritice.

In Figura 6.3 se observa influenta filtrarii fisierelor care au procentul de diacritice mai mic de
5%.
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Figura 6.1 — Histograma initiala
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Figura 6.3 — Histograma dupa filtrare
Un lucru interesant de observat este faptul ca histograma tinde la forma unei distributii normale.

Dupa terminarea curatarii si organizarii se trece la a doua etapa, in care se face curdtarea la nivelul
textului, utilizand aplicatia TextCorpusCleaner dezvoltatd de laboratorul SpeeD. Curatarea de data
aceasta este facuta prin eliminarea caracterelor speciale, inlocuirea numerelor si a adreselor email
sau web cu forma lor vorbita, eliminarea propozitiilor prea scurte, eliminarea propozitiilor care
contin putine cuvinte in limba romana, folosind un vocabular, iar, in final, convertirea tuturor
literelor Tn lowercase.

Dupa terminarea acestui pas sunt obtinute corpusurile separate pentru fiecare sursd in parte care
pot apoi sa fie folosite, in mod separat sau unite intr-un fisier, in antrenarea unui model de limba
sau a unei retele neurale.

Pana la momentul curent s-a strans un corpus total de 5 milioane de propozitii, compus din 108
milioane de cuvinte, dintre care 32 milioane cu diacritice. Acestea au fost numarate dupa
realizarea tuturor pasilor de curdtare si filtrare.
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CAPITOLUL 7

EXPERIMENTE

7.1 CONFIGURATIA EXPERIMENTALA

7.1.1 Setul de date

Pentru a realiza antrenarea a fost nevoie de un corpus de text suficient de mare, cu diacritice corect
puse. A fost folosit corpusul de text oferit de laboratorul SpeeD, cel mai mare corpus de text scris
n limba romana cu diacritice. Acesta este compus din mai multe corpusuri, obtinute din diferite
surse, cum ar fi transcrieri din emisiuni de televiziune, transcrieri din Parlamentul European sau
articole extrase de pe site-uri de stiri. Tn total corpusul contine 220 milioane de cuvinte.

Textul a fost curatat in prealabil cu ajutorul aplicatiei TextCorpusCleaner.

Chiar daca in procesul de obtinere a setului de date au existat si cazuri in care diacriticele nu erau
puse, acestea au fost puse deoparte si, folosind sistemul de diacritice cu n-grame antrenat cu setul
de date cu diacritice corecte, le-au fost puse diacriticele in vederea augmentarii setului de date.

In ideea realizarii unei antreniri rapide dar si cu rezultate semnificative s-a folosit doar un singur
corpus dintre toate cele disponibile. Mai exact a fost ales cel compus din transcrieri ale emisiunilor
de televiziune, denumit talkshows.
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Pe langa corpus cu diacritice pentru antrenare, acest set de date ofera si un corpus fara diacritice
ce poate fi folosit pentru evaluarea performantelor.

Tn Tabel 7.1 este descris corpusul de antrenare din punct vedere al numarului de cuvinte, litere si
propozitii, avand in vedere si prezenta diacriticelor. Un cuvant are diacritice daca cel putin una
din litere este 4, 4, 7, s sau ¢. Un cuvant accepta diacritice daca cel putin una din litere este a, i, S
sau t.

Metrica urmarita Numar aparitii
Cuvinte cu diacritice 13M
Cuvinte care accepta diacritice 29M
Numar total cuvinte 39M
Litere cu diacritice 14M
Litere care accepta diacritice 56M
Numar total litere 224M
Numar propozitii 2.6M
Numar cuvinte unice 0.16M

Tabel 7.1 - Descrierea corpusului de antrenare talkshows.train

Setul de date de evaluare este descris in Tabel 7.2.

Metrica urmarita Numar aparitii
Cuvinte care accepta diacritice 1.6M
Numar total cuvinte 2M
Litere care accepta diacritice 3.6M
Numar total litere 11M
Numar propozitii 0.13M
Numar cuvinte unice 0.04M

Tabel 7.2 - Descrierea corpusului de evaluare talkshows.dev

7.1.2 Resurse hardware si software

Pentru realizarea experimentelor au fost puse la dispozitie 5 statii de lucru cu sistem de operare
Ubuntu. Una principald, cu acces la interfatd grafica, de pe care s-a facut scrierea codului,
interpretarea rezultatelor dar si rularea de antrenari. La celelalte statii accesul a fost facut de la
distanta, prin SSH, si au fost folosite doar pentru rularea antrenarilor. Toate statiile au in
componenta lor o placa video NVIDIA Quadro M4000, compatibila CUDA.

Pe statia principala s-a folosit CUDA 9.2, iar pe celelalte CUDA 8. Toate statiile au rulat
antrenarea folosind un mediu virtual bazat pe Python 3.5, ce foloseste Tensorflow 1.12, Keras
2.2.4 si Hyperopt 0.1.1.

7.2 REZULTATE EXPERIMENTALE

Avand in vedere multitudinea de aspecte ce pot fi variate precum si faptul cd acestea au un impact
mare in ceea ce priveste indicii de performantd, experimentele au fost realizate intr-un mod
sistematic. Experimentele sunt prezentate din punct de vedere al modificarii preprocesarii datelor,
codificarii lor, hiperparametrilor si a arhitecturii.
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Deoarece cel mai reprezentativ indice de performanta este eroarea pe setul de evaluare, se vor
stabili anumite referinte de baza, care vor fi comparate cu rezultatele obtinute de sistem.

Metoda WER [%0]
Fara diacritice 31.89
1-gram 2.43

Tabel 7.3 — Referinte de baza

WER fara diacritice este calculat pe setul de evaluare in stare initiald, cadnd nu sunt puse deloc
diacritice.

Pentru a evalua performantele modelului pe masura antrenarii se urmaresc erorile de antrenare si
de validare. Eroarea de antrenare se obtine pe exemplele trecute prin retea pentru antrenare.
Eroarea de validare se obtine pe o micd parte din setul de antrenare, mai exact primele 5000 de
exemple. Acestea nu sunt folosite la antrenare, ci doar sunt trecute prin retea la fiecare sfarsit de
epoca pentru a verifica performantele retelei pe date pe care nu le-a Tntélnit.

In cazul referintei de tip 1-gram este inlocuit fiecare cuvant intalnit care ar putea avea diacritice
cu forma lui cu diacritice cea mai frecvent intalnita in setul de antrenare.

7.2.1 Preprocesarea datelor

In varianta initiala, modelul este compus dintr-o RNR cu celule de tip LSTM la nivel de caracter.
Datele sunt preprocesate prin lipirea tuturor exemplelor urmata de impartirea pe bucdti, cu riscul
impartirii taierii in interiorul cuvintelor. Primul experiment urmareste modificarea performantelor
in urma grupdrii exemplelor de antrenare intr-un mod adaptiv, prezentat in capitolul 6.3, fata de
metoda de preprocesare initiala.

Ambele antrenari au fost derulate pentru 63 de epoci, fiecare antrenare n parte a durat intre 90 si
95 de ore.

Preprocesare WER pe setul de evaluare [%0]
Cu taiere in interiorul 133
cuvintelor
Grupare fara tdiere in 0.97

interiorul cuvintelor

Tabel 7.4 - Rezultate experimentale ale modificarii metodei de preprocesare a datelor

Se observd o imbunadtdtire considerabild adusa de schimbarea metodei de preprocesare a datelor.
Deci metoda de preprocesare propusa poate fi folosita in continuare in experimentele viitoare.

Problemele ridicate in acest moment sunt timpul enorm de antrenare, datorat de faptul ca se
parcurge intreg setul de date, si faptul ca reteaua nu are nicio posibilitate de a se adapta in situatii
in care eroarea opreste sd mai scada si reteaua nu mai invata nimic.

7.2.2 Metoda de antrenare

Utilizarea unui generator pentru antrenare aduce avantajul unei antrenari mult mai rapide si, In
acelasi timp, diversificate, prin selectarea in mod aleatoriu a exemplelor aduse in retea la fiecare
epoca. Generatorul alege, in fiecare epocd, un numar de loturi din setul de date.

Problema adaptarii antrendrii se poate rezolva folosind functii de tip callback, disponibile in
Keras, care sa verifice, la sfarsitul fiecarei epoci, daca eroarea a scazut. Daca aceasta nu a mai
scazut dupa un anumit numar de epoci, se pot lua anumite masuri. Una este reducerea ratei de
invatare, iar alta este oprirea antrendrii. Fiecare dintre acest masuri are un numar propriu de epoci
fara Tmbunatatiri dupa care pot fi luate, denumit rabdare.
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In desfisurarea urmitoarelor experimente se fixeaza dimensiunea lotului de antrenare la 128 de
exemple si reducerea ratei de invatare cu un factor de 0.1. Sunt variate numarul de loturi utilizate
per epocd, rabdarea functiei de oprire din timp si rabdarea functiei de reducere a ratei de Invatare.

Rabdare Rabdare Loturi trecute
Loturi . . reducere < Timp WER set ;
er oprire din rati de Numar antrenar Eroare Eroare evaluare . Prn retea
Per timp P epoci antrenare @ validare o [numar loturi *
epoca (ESP) invatare e [ore] [%] numar epoci]
(RLRP)
128 3 2 63 3.15 11.56E-03 8.10E-03 1.61 8064
128 6 3 79 2.63 9.93E-03  7.17E-03 1.42 10112
128 8 4 87 2.90 9.84E-03  6.92E-03 1.38 11136
256 6 3 62 4.13 8.66E-03 = 6.19E-03 121 11520
256 8 4 87 5.80 8.57E-03 = 6.08E-03 1.19 22272
512 3 2 34 3.97 8.41E-03 = 5.99E-03 1.19 17408
512 6 3 48 5.60 8.03E-03  5.77E-03 1.13 24576
512 8 4 49 5.72 8.08E-03  5.83E-03 114 25088
1024 3 2 25 5.83 7.99E-03  5.68E-03 112 25600
2048 3 2 20 9.33 7.44E-03  5.37E-03 1.04 40960

Tabel 7.5 — Rezultate experimentale ale modificarii metodei de antrenare

Se observa, odatd cu cresterea numarului de loturi pe epocd, o imbunatatire datd de sciderea
drasticd a timpului de antrenare, dar care este acompaniatd de o scddere a performantei, data de
cresterea erorilor de antrenare si validare si a WER. Totusi modelul se descurca foarte bine
comparativ cu cel anterior, desi exista o diferentd considerabild intre numarul de exemple trecute
prin aceste retele.

Pentru urmatoarele experimente se va pastra o configuratie echilibratd din punct de vedere al
timpului de antrenare cat si al WER pe setul de validare.

In Figura 7.1 este reprezentati grafic dependenta dintre numirul de loturi vizute de retea de-a
lungul antrenarii si eroarea de validare, respectiv eroarea pe setul de evaluare.

Se observa, in Figura 7.1, ca din punctul in care BPE = 256, ESP = 6 si RLRP = 3, pentru care
numarul de loturi este aproximativ 15000, eroarea sistemului nu mai scade la fel de mult ca pentru
valorile anterioare. Se alege acest set de hiperparametri pentru realizarea urmatoarelor
experimente, urmand sa se realizeze o antrenare folosind setul pentru care performanta obtinuta a
fost cea mai bund, Iimpreuna cu alte configuratii ce vor fi ulterior descoperite.
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Figura 7.1 - Variatia performantelor in functie de numirul de loturi trecute prin retea

7.2.3 Modificare hiperparametri prin optimizare
Se doreste obtinerea unor valori optime pentru rata de invatare initiala si pentru ratele de renuntare.
Experimentele de pana acum au folosit rata de invatare 0.001 si toate ratele de renuntare 0.2.

Optimizarea se va realiza cu ajutorul librariei Hyperopt. Se defineste spatiul de cautare ca fiind
intervalul [0.00001, 0.01] pentru rata de invatare si [0.1, 0.5] pentru ratele de renuntare.

Tn urma realizarii a 100 de experimente a fost selectat setul de hiperparametri cu care eroarea de
validare a fost minima.

. < ARatvade LSTM Recurrent Output Eroare Eroare WER set
Arhitectura invatare ; evaluare
. ..o dropout dropout dropout antrenare validare
initiala [%]
nainte de
optimizare 1.00E-03 0.20 0.20 0.20 8.66E-03  6.19E-03 1.21

hiperparametri

Dupa optimizare
hiperparametri

Figura 7.2 — Rezultate experimentale obtinute in urma optimizarii hiperparametrilor

1.81E-03 0.12 0.35 0.28 7.49E-03 5.53E-03 111
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Figuri 7.3 - Influenta variatiei hiperparametrilor asupra erorii de validare

Tn Figura 7.3 este un grafic cu toate experimentele realizate Tn procesul de optimizare. Prima
coloana din stdnga este metrica urmadrita, eroarea de validare. Urmatoarele coloane sunt valorile
variabilelor de control. Evidentiate cu albastru sunt experimentele pentru care S-au obtinut cele
mai mici valori ale erorii de validare, cu scopul determinarii variabilelor de control care au rolul
cel mai important in determinarea acesteia. Se observa faptul ca pentru coloanele 2, 3 si 5 nu exista
o corelatie cu valorile erorii. In schimb pe coloana a 3 a, Istm_dropout, valorile sunt concentrate
in jurul pragului inferior, ceea ce denotd o corespondenta intre valori mici ale acestui
hiperparametru si valori mici ale erorii de validare.

7.2.4 Arhitectura retelei

Experimentele de pana acum utilizeazd o retea neurald bidirectionala cu celule LSTM. Se va
modifica arhitectura retelei avand in vedere numarul de straturi, tipul de celula si directia
(unidirectionala sau bidirectionald). Sunt utilizati hiperparametrii impliciti, nu cei obtinuti prin
optimizare.

. . Numar < Timp WER set
Denumire | Tipul . . . Eroare Eroare
. - . Directie . parametri . antrenare - evaluare
arhitectura celulei ; straturi L epoci antrenare validare
[milioane] [ore] [%]
BiLSTM-1 LSTM Bidirectional 1 0.8 62 4.13 8.66E-03 = 6.19E-03 1.21
BiLSTM-2 LSTM Bidirectional 2 24 55 9.2 3.92E-03 = 3.07E-03 0.58
LSTM-1 LSTM | Unidirectional 1 0.4 71 2.9 5.71E-02 5.14E-02 11.53
LSTM-2 LSTM | Unidirectional 2 0.9 88 7.0 5.42E-02 4.93E-02 11.12
BiGRU-1 GRU | Bidirectional 1 0.6 65 4.0 1.04E-02 6.99E-03 141

BiGRU-2 GRU | Bidirectional 2 1.8 a7 6.1 5.21E-03 3.64E-03 0.71
Tabel 7.6 — Rezultate experimentale modificare arhitectura retea

Se observa mai multe lucruri importante.

Performantele cresc odatd cu stivuirea a doua straturi recurente.

Utilizarea unei retele unidirectionale scade drastic performanta sistemului.

Celula de tip GRU obtine rezultate mai slabe, dar apropiate de cea LSTM.

Arhitectura de retea bidirectionald cu 2 straturi stivuite si celule LSTM obtine cele mai
bune rezultate, dar este in acelasi timp si cea mai costisitoare, atat din punct de vedere al
memoriei, vezi numarul de parametri, cat si al timpului de antrenare.
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Utilizarea hiperaparametrilor optimizati pe arhitectura initiala aduce o usoara crestere a
performantelor celei mai bune arhitecturi.

Denumire ARat,a de LSTM Recurrent Output Eroare Eroare WER set
] .« invatare ; evaluare
arhitectura . .. .° dropout dropout dropout antrenare validare o
initiala [%]
BiLSTM-2 = 1.00E-03 0.20 0.20 0.20 3.92E-03 @ 3.07E-03 0.58
BiLSTM-2 = 1.81E-03 0.12 0.35 0.28 3.61E-03 2.85E-03 0.54

Tabel 7.7 — Arhitectura cu performante cele mai bune si hiperparametri optimizati

7.2.5 Modele la nivel de cuvdnt si hibride

Daca pana acum experimentele au fost realizate la nivel de caracter, urmatoarele vor urmari
realizarea lor la nivel de cuvant si intr-un mod hibrid, combinand informatiile la nivel de cuvant
si caracter.

Reteaua la nivel de cuvant
Este utilizata arhitectura BILSTM-2 cu hiperparametri optimi.

Datoritd faptului ca o retea la nivel de cuvant trebuie sa realizeze clasificarea cuvintelor de la
intrare intr-un numar de clase egal cu vocabularul cuvintelor de la iesire, se creeaza un ultim strat
de clasificare de dimensiuni mari, cu foarte multe ponderi, care se antreneaza greu si care ocupa
mai multa memorie decat este disponibila. Singura solutie viabila este limitarea vocabularului.
Prin urmatoarele experimente se doreste analizarea arhitecturii la nivel de cuvant atunci cand
vocabularul de la iesire este limitat la diferite valori.

Denumire D\;ane;bsdllj;e Numar an:—rlg:wgre Eroare Eroare \é\\//ilFszfé
arhitectura o epoci antrenare validare
iesire [ore] [%6]
5k 62 10 1.34E-02 1.13E-02 8.9971
Word-level 10k 55 21 1.60E-02 1.30E-02 8.9152
15k 71 36 1.68E-02 1.35E-02 8.9076

Tabel 7.8 — Rezultate experimentale arhitectura la nivel de cuvant

In timpul evaludrii retelei aceasta a fost predispusa la prezicerea de codificari gresite, care duceau
la punerea unor alte cuvinte in locul celor initiale care nu aveau nicio legatura. Acest aspect a fost
reparat in pasul de post-procesare prin inlocuirea cuvantului de la iesire cu cel de la intrare daca
are o altd forma.

Timpul de antrenare per epocd nu a fost raportat deoarece au existat fluctuatii mari a acestei valori.

Reteaua ofera performante slabe, iar utilizarea pasului de post-procesare este ceea ce ajuta
imbunatatirea lor.

Reteaua hibrida

Este cea prezentati in capitolul 5.3. In primi instanta a fost folositd arhitectura BILSTM-1 cu
hiperparametri optimi atat pentru calea la nivel de caracter cat si pentru calea la nivel de cuvant.
Aceasta arhitectura a fost denumita word-char-combined.

Ulterior au mai fost dezvoltate doua arhitecturi.

I.  Adaugarea unui strat de RNR bidirectional cu celula LSTM dupa pasul de concatenare a
informatiilor la nivel de caracter si la nivel de cuvant. Arhitectura a fost denumita word-
char-combined-2.
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ii.  Utilizarea arhitecturii BILSTM-2 cu hiperparametri optimi pentru calea la nivel de
caracter si pentru calea la nivel de cuvant. Arhitectura a fost denumita word-char-
combined-3.

Rezultatele obtinute pot fi observate in

Numa Timp WER set
. . < umar Eroare Eroare
Denumire arhitectura . antrenare - evaluare
e antrenare validare
[ore] [%]
Word-char-combined
(BILSTM-1) 65 54 5.91E-03 @ 6.08E-03 3.23
Word-char-combined-2
(BiLSTM-1 dupa 52 7.8 3.10E-03 = 3.20E-03 -
concat)
Word-char-combined-3
(BILSTM-2) 46 7.6 4.09E-03 4.17E-03 -

Tabel 7.9 — Rezultate experimentale model hibrid

7.2.6 Modificare codificarii caracterelor de la iesire

Experimentele de pand acum au folosit codificarea la iesire bazata pe clasificarea fiecarui caracter
n alt caracter, dintr-o lista.. Numarul de clase este egal cu numarul de elemente din lista, mai
exact 44.

Urmatoarele experimente vor folosi codificarea caracterelor in 3 clase, metodd descrisa in
capitolul 5.1.

Numar Timp Eroare Eroare WER set

Denumire arhitectura e . antrenare antrenare validare evaluare
[ore] [%]
BiLSTM-2 60 10 3.33E-03 2.74E-03 0.55
Word-char-combined 50 5 2.70E-03 3.30E-03 2.69
Word-char-combined-2 56 8.4 2.20E-03 2.60E-03 4.15
Word-char-combined-3 50 7.5 2.40E-03 2.90E-03 3.58

Tabel 7.10 — Rezultate experimentale obtinute in urma utilizéirii a 3 clase

Pentru evaluarea modelului a fost nevoie de un pas suplimentar de postprocesare pentru a trece
din clasa in caracter.

7.2.7 Modelul cel mai bun

Cele mai bune rezultate apartin arhitecturii RNR la nivel de caracter, cu 2 straturi stivuite, celule
LSTM si bidirectionald, obtindnd un WER pe setul de validare de 0.54 %. Performantele acesteia
se pot imbunatati prin adaugarea unui numar mai mare de exemple de antrenare. Folosind
antrenarea cu un generator ce aduce 2048 de loturi de antrenare in fiecare epoca, WER se
imbunatateste la 0.48%.

In Tabel 7.11 sunt prezentate precizia, reamintirea si scorul F obtinute la nivelul caracterelor cu
diacritice si al caracterelor care accepta diacritice. Sistemul obtine rezultate bune pe majoritatea

[IP2)

caracterelor, cu exceptie formele cu diacritice ale literei “a”.
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Caracter Precizie Reamintire Scor F
“a” 99.64 99.49 99.56
“a” 98.64 99.03 98.84
“av 99.79 99.87 99.83
“q 99.98 99.99 99.99
“ 99.94 99.90 99.92
“g” 99.95 99.97 99.96
“g” 99.91 99.85 99.88
“t” 99.93 99.95 99.94
“t” 99.73 99.64 99.68

Tabel 7.11 - Metrici de performanta la nivelul caracterelor
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CoNcLuzIl

Restaurarea diacriticelor este o0 sarcina interesanta, cu un domeniu de aplicabilitate larg. Ea poate
fi abordata din mai multe perspective in urma carora Se pot obtine rezultate in conformitate cu
rigorile gramaticii limbii romane. Rezolvarea ei utilizand tehnici bazate pe retele neurale profunde
este probabil cea mai complexa abordare, dar si cu cel mai mare potential.

Ideea este una simpla in aparentd, dar proiectarea unui astfel de sistem trebuie facuta avand in
vedere multe aspecte. Dupa cum am vazut, aceste aspecte pot fi preprocesarea datelor, arhitectura
retelei, codificarea datelor, dimensiunile sau metoda de antrenare.

Chiar daca dezvoltarea unei retele neurale implica folosirea multor cunostinte matematica, acest
lucru este rezolvat prin aparitia de librarii precum Keras [22] prin intermediul carora se poate
defini intr-un mod usor reteaua. Cautarea configuratiei optime este adevarata provocare in ceea ce
priveste dezvoltarea unui asemenea sistem, deoarece existd o gama foarte larga de parametri si
hiperparametri ce pot fi modificati. Alegerea lor nu este Intotdeauna intuitiva si de cele mai multe
ori e nevoie de determinarea lor experimentald. Tn ajutorul acestui aspect vin librarii precum
Hyperopt [23], cu ajutorul carora cautarea setului optim se poate face intr-un mod automat si
inteligent.

Pe langa implementarea operatiilor matematice si alegerea setului de hiperparametri apare o alta
problema, complexitatea temporala necesara pentru antrenarea retelelor neurale profunde. Pentru
Tmbunatatirea acestui aspect se folosesc optiuni precum rularea operatiunilor pe placi grafice sau
utilizarea doar a anumitor exemple din setul de antrenare. De asemenea, exista si o complexitate
spatiala considerabila, dat fiind numarul mare de ponderi la care poate ajunge o retea neurala.

Chiar si asa, dezvoltarea acestui tip de sistem se face intr-o maniera sistematica, prin realizarea
mai multor experimente cu diferiti parametri. In cadrul experimentelor trebuie totusi ca metricile
de performanta sd ramana constante pentru a putea realiza comparatia retelelor.

O abordare sistematica, pas cu pas, tratdnd diferite aspecte ale retelei, este probabil cea mai buna
metoda de a explora variantele existente, impreuna cu implicatiile lor.

In cadrul lucrarii s-a pornit de la un model simplu care, pe misuri ce s-au adus modificari, s-a
imbunatatit. Totusi, in momentul in care s-a ajuns la un model mai complex de tipul celui hibrid,
asteptarea ar fi fost ca performantele sa fie cele mai bune. Acest lucru, insa, nu s-a intdmplat.

Un alt aspect al retelelor neurale este necesitatea existentei unui set de date de antrenare indeajuns
de mare. Tn cadrul lucrarii a fost disponibil un corpus de text cu diacritice corecte, cu care s-a putut
antrena reteaua. De asemenea, in paralel cu dezvoltarea retelei, a fost colectat si un alt corpus de
text folosind o aplicatie de tip web-crawler. Corpusul colectat poate fi folosit pentru antrenarea
retelei dezvoltate, dar poate fi utilizat si in alte aplicatii.
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Lucrarea ilustreaza faptul ca utilizand o arhitectura de RNR relativ simpla, cu parametrii potriviti,
sarcina restaurarii diacriticelor poate fi rezolvata cu succes.

CONTRIBUTII PERSONALE

Codul initial al arhitecturii RNR a fost pus la dispozitie de catre laboratorul SpeeD. Mai departe,
am avut datoria de a-i aduce imbunatatiri si de a implementa, pe baza lui, diferite experimente.

Principala contributie este realizarea de experimente si interpretarea rezultatelor lor.
In scopul realizirii experimentelor, am avut in vedere implementarea mai multor aspecte:

e Scrierea codului necesar arhitecturilor si metodelor prevazute de experiment. Realizarea
acestora presupune definirea modelului, preprocesarea datelor, codificarea datelor si
implementarea procesului de antrenare si cel de testare;

e Dezvoltarea algoritmul de grupare a exemplelor in exemple de lungime fixa, intr-un mod
adaptiv;

e Configurarea librariei Hyperopt [23] pentru a functiona, in cadrul proiectului, intai pe un
singur calculator, apoi Tn mod distribuit.

Pentru interpretarea rezultatelor au fost dezvoltate scripturi cu rolul analizei rezultatelor
experimentale si a fisierelor ce contin text cu diacritice restaurat
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ANEXA 1

import argparse
import functools
import os
import sys
import pdb
import datetime
import time
import pdb
import math
. import numpy as np
. import hyperopt
. import objective
. from hyperopt.mongoexp import MongoTrials
. from textwrap import wrap
. from itertools import groupby
. from collections import Counter
. from keras.callbacks import EarlyStopping, ModelCheckpoint, Callback,TensorBoard, Redu
ceLROnPlateau, CSVLogger
18.
19. from keras.layers import Bidirectional, Dense, Dropout, Embedding, Input, LSTM
20.
21. from keras.optimizers import Adam
22.
23. from keras.models import Model, load_model
24,
25. from keras.utils import Sequence, to_categorical
26.
27. from keras.preprocessing.sequence import pad_sequences
28.
29. CHARS_INP " \n-0123456789abcdefghijklmnopgrstuvwxyz"
30. CHARS_OUT = " \n-0123456789abcdefghijklmnopgrstuvwxyzaaist"
31.
32. NO_DIACRITICS MAP = {"&": "a", "a": "a", "i": "i", "s": "s", "t": "t"}
33.
34.
35. def read_data(name):
36. with open(name, "r", encoding="utf-8") as f:
37. return f.read()
38.
39.
40. def write_data(name, text):
41. with open(name, "w", encoding="utf-8") as f:
42. return f.write(text)
43,
44,
45. def remove_diacritics(text):
46. if isinstance(text, list):
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47. return [

48. sentence.translate(str.maketrans(NO_DIACRITICS_MAP)) for sentence in text
49, ]

50. else:

51. return text.translate(str.maketrans(NO_DIACRITICS_MAP))
52.

53.

54. def encode(text, chars):

55. char_to_id = {c: i for i, c in enumerate(chars)}

56. if isinstance(text, list):

57. return [[char_to_id[c] for c in sentence] for sentence in text]
58. else:

59. return [char_to_id[c] for c in text]

60.

61.

62. def decode(idxs, chars):

63. id_to_char = dict(enumerate(chars))

64. return "".join(id_to_char[i] for i in idxs)

65.

66.

67. def get_model(

68. seq_len=16,

69. emb_dim=64,

70. 1stm_dim=64,

71. 1stm_dropout=0.2,

72. recurrent_dropout=0.2,

73. output_dropout=0.2,

74. ):

75. inp = Input(shape=(None,))

76. emb = Embedding(input_dim=1len(CHARS_INP), output_dim=emb_dim)(inp)
77. lstm 1 = LSTM(

78. 1stm_dim,

79. return_sequences=True,

80. input_shape=(None, 32),

81. dropout=1stm_dropout,

82. recurrent_dropout=recurrent_dropout,

83. )

84. bilstm_1 = Dropout(output_dropout)(Bidirectional(1lstm_1)(emb))
85.

86. 1stm 2 = LSTM(

87. 1stm_dim,

88. return_sequences=True,

89. input_shape=(None, 32),

90. dropout=1stm_dropout,

91. recurrent_dropout=recurrent_dropout,

92. )

93. bilstm_2 = Dropout(output_dropout)(Bidirectional(lstm_2)(bilstm_1))
94.

95. out = Dense(len(CHARS_OUT), activation="softmax")(bilstm_2)
96. model = Model(inp, out)

97. return model

98.

99.

100. def filter_by_length(sentences, min_length):

101. return [word for word in sentences if len(word) >= min_length]
102.

103.

104. def wrap_data(text, seq_len):

105. to_ret = []

106. for sentence in text:

107. if len(sentence) <= seq_len:

108. to_ret.append(sentence)

109. else:

110. to_ret.extend(wrap(sentence, seq_len))

111. return to_ret

112.

113.
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114. def index_sentences(text):

115. sorted_list = sorted(text, key=len, reverse=True)

116. indexed = {k: 1list(g) for k, g in groupby(sorted_list, key=len)}

117. return indexed

118.

119.

120. def group_indexed(grouped, sentences, seq_len, min_length):

121. to_ret = []

122. for key in sorted(grouped.keys(), reverse=True):

123. print(key)

124. try:

125. grouped[key]

126. except KeyError:

127. continue

128. while len(grouped[key]) > @:

129. current_sentence = grouped[key].pop()

130. if key + min_length <= seq_len:

131. to_fill = seq_len - key - 1

132. while to_fill >= min_length:

133. try:

134. current_sentence += "\n" + grouped[to_fill].pop()

135. to_fill = seq_len - len(current_sentence) - 1

136. except KeyError:

137. to fill -= 1

138. except IndexError:

139. to_fill -= 1

140. to_ret.append(current_sentence)

141. return to_ret

142.

143,

144. class CustomCsv(CSVLogger):

145. def __init_ (self, file_name, append, separator):

146. self.start = datetime.datetime.now()

147. super().__init__ (file_name, append=append, separator=separator)

148. def on_epoch_end(self, batch, logs={}):

149. logs['time'] = (datetime.datetime.now() - self.start).total_seconds()/6
0

150. super().on_epoch_end(batch, logs)

151.

152. class Generator(Sequence):

153. def __init__ (self, x_set, y_set, batch_size=256, steps=None):

154. self.x, self.y = x_set, y_set

155. self.batch_size = batch_size

156. self.indices = np.arange(self.x.shape[@])

157. self.steps = steps

158.

159. def __len__ (self):

160. return self.steps or math.ceil(self.x.shape[@] / self.batch_size)

161.

162. def _ getitem__(self, idx):

163. inds = self.indices[idx * self.batch_size:(idx + 1) * self.batch_size]

164. batch_x = self.x[inds]

165. batch_y = to_categorical(self.y[inds], num_classes=1en(CHARS_OUT))

166. return batch_x, batch_y

167.

168. def on_epoch_end(self):

169. np.random.shuffle(self.indices)

170.

171.

172. def train(data_file_name, model_file_name, steps_per_epoch, reduce_lr_patience,

early_stopping_patience):

173. seq_len = 256

174. emb_dim = 128

175. 1stm_dim = 256

176. 1stm_dropout = 0.0744918661125156

177. recurrent_dropout = 0.350952475317764

178. output_dropout = 0.276006937077111
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179. initial_lr = 0.00181100241785388

180. min_length = 8

181. validation_size = 5000

182.

183. sentences = read_data(data_file_name).split("\n")

184.

185. print("Started wrapping")

186. print(datetime.datetime.now().time())

187. sentences = wrap_data(sentences, seq_len)

188. print("Started filtering")

189. print(datetime.datetime.now().time())

190. sentences = filter_by length(sentences, min_length)

191. print("Started indexing")

192. print(datetime.datetime.now().time())

193.

194. indexed_sentences = index_sentences(sentences)

195. grouped_indexed = group_indexed(indexed_sentences, sentences, seq_len, min_
length)

196.

197. validation_data = grouped_indexed[:validation_size]

198. train_data = grouped_indexed[validation_size:]

199.

200. text_inp = remove_diacritics(train_data)

201. text_inp_val = remove_diacritics(validation_data)

202.

203. if model_file_name is None:

204. model_file_name = (

205. "models/model-
{}".format(datetime.datetime.now().strftime("'%Y_%m_%d_%H_%M"'))

206. )

207.

208. if os.path.isfile(model_file name) is not True:

209. model = get_model(seq_len=seq_len,

210. emb_dim=emb_dim,

211. 1stm_dim=1stm_dim,

212. 1stm_dropout=1stm_dropout,

213. recurrent_dropout=recurrent_dropout,

214. output_dropout=output_dropout)

215.

216. model.compile(loss="categorical_crossentropy", optimizer=Adam(lr=initia
1 1r))

217. print(model.summary())

218. else:

219. model = load_model(model file_name)
220. # print(f"Training on {steps_per_epoch} steps with reducing learning rate p
atience {reduce_lr_patience} and early stopping patience {early stopping patience}")
221. checkpoint = ModelCheckpoint(model file_name, verbose=1, save_best_only=Tru
e)

222. reduce_lr = ReduceLROnPlateau(monitor="'val_loss', factor=0.1, patience=redu
ce_lr_patience, verbose=1)

223. csv_logger = CustomCsv("log {}.csv".format(datetime.datetime.now().strftime
("%Y_%m_%d_%H_%M')), append=True, separator=';")

224, early stopping = EarlyStopping(patience=early_stopping_patience)

225. tensorboard = TensorBoard(log dir="logs/{}".format(datetime.datetime.now().
strftime('%Y_%m_%d _%H_%M')))

226. X = pad_sequences(encode(text_inp, CHARS_INP))

227. Y = pad_sequences(encode(train_data, CHARS_OUT))

228.

229. X_val = pad_sequences(encode(text_inp_val, CHARS_INP))

230. Y_val = pad_sequences(encode(validation_data, CHARS_OUT))

231. Y_val = to_categorical(Y_val, num_classes=1len(CHARS_OUT))

232.

233. steps = steps_per_epoch

234, generator = Generator(X, Y, batch_size=128, steps=steps)

235. model.fit_generator(

236. generator, steps_per_epoch=steps, epochs=128, validation_data=(X_val, Y
_val),
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237.

238.
239.
240.
241.
242.
243.
244

245,
246.
247.
248.
249.
250.
251.
252.
253.
254.
255.
256.
257.
258.
259.
260.
261.
262.
263.

er]

def opti
prin

tria

callbacks=[checkpoint, early stopping, reduce_lr, tensorboard, csv_logg

mize():
t("Starting optimizer")

1s = MongoTrials("mongo://name:pass@ip:port/hyperopt/jobs?authSource=hy

peropt", exp_key="new3")

264.
265.
266.
267.
268.

best

)

prin

def test
outp
os.e
os.e

= hyperopt.fmin(

objective.to_min,

space=[
hyperopt.hp.uniform("1r", ©.00001, 0.01),
hyperopt.hp.uniform("1lstm_dropout", 0.05, 0.2),
hyperopt.hp.uniform("recurrent_dropout", 0.1, 0.5),
hyperopt.hp.uniform("output_dropout”, 0.1, ©.5),

1,

trials=trials,

algo=hyperopt.tpe.suggest,

max_evals=40,

t(best)

(model_file_name, out_file_name="out"):
uts = []

nviron["CUDA_DEVICE_ORDER"] = "PCI_BUS_ID"
nviron["CUDA_VISIBLE_DEVICES"] = ""

model = load_model(model_file_ name)

sent
for

ences = read_data("data/validation_set wodia").split("\n")[:-1]
i, sentence in enumerate(sentences):

encoded_sentence = encode(sentence, CHARS_INP)
converted_sentence = np.array(encoded_sentence).reshape(-

1,len(encoded_sentence))

269.

270.
271.
272.
273.
274.
275.
276.
277.
278.
279.
280.
281.
282.
283.
284.

writ

def main
pars

)

pars

predicted = model.predict(converted_sentence).argmax(axis=2).flatten()

decoded_prediction = decode(predicted, CHARS_OUT)
outputs.append(decoded_prediction)

curr = i*100/len(sentences)
sys.stdout.write("\r%0.2f%%" % curr)
sys.stdout.flush()

e_data(out_file_name, "\n".join(outputs))

():
er = argparse.ArgumentParser(
description="Deep learning for diacritics restoration."

er.add_argument (

todo", choices=["train", "test", "optimize"], nargs="+", help="what to do"

285.
286.
287.
288.

)

pars

er.add_argument(

model", type=str, help="where to store new model/where to load model from"

289.
290.
2901.
292.

pars

er.add_argument(

steps_per_epoch", type=int, help="where to store new model/where to load model from"

293.
294.
295.

pars

er.add_argument(
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296.

297.
298.
299.
300.

301.
302.
303.
304.
305.
306.
307.
308.
309.
310.
311.
312.
313.
314.
315.

if _name__ == "__main__":

reduce_lr_patience", type=int, help="where to store new model/where to load model from

)

parser.add_argument(

early stopping_patience", type=int, help="where to store new model/where to load model

)

parser.add_argument(
"--out_file", type=str, help="where to store test output file"
)
parser.add_argument("--data", type=str, help="training data location")
args = parser.parse_args()

model file name = args.model
data_file_name = args.data

if "train" in args.todo:
train(data_file_name, model file name, args.steps_per_epoch, args.reduc

e_lr_patience, args.early_ stopping_patience)
316.
317.
318.
319.
320.
321.
322.
323.
324.
325.

if "test" in args.todo:
test(model_file_name, args.out_file)

if "optimize" in args.todo:
optimize()

main()
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