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Introducere

Motivatie

Desi modelul computational pentru retele neurale a fost propus in anii 1940, abia in anii 1980 a
luat amploare acest domeniu. Motivul nu a fost lipsa instrumentelor matematice, ci necesitatea
unui calculator suficient de complex si rapid care sa poata face calculele care se realizeaza in
timpul antrenarii. Momentul de contitura a fost reprezentat perioada in care s-a reusit cresterea
numarului de tranzistoare intr-un circuit digital. Evolutia integrarii de tranzistoare pe cip,
conform legii lui Moord'} a permis aparitia unor performante impresionante pentru calculatoare.
Odata ce a fost atinsa capacitatea de calcul necesara si antrenarea retelelor neurale a devenit
realizabila, domeniul de inteligenta artificiala folosind NN (Neural Networks) a crescut rapid in
popularitate. Azi retele neurale sunt folosite pentru aproape orice tip de aplicatie. De exemplu
sunt utilizate in: recunoagtere vocala [I], detectia cutremurelor [2], predictia pretului petrolului
[3], predictia starii vremii [4], clasificarea frunzelor de plante bolnave [5], clasificarea de semnale
biomedicale (aga cum igi propune si lucrarea de fata), etc. Prin urmare sunt foarte putine
problemele pentru care nu s-a incercat inca o rezolvare bazata pe NN, daca aceste probleme nu
au deja o abordare determinista standard. Motivul popularitatii este, pe langa rezultatele care
tind sa depageasca performanta algoritmilor existenti, modul natural in care se scrie o retea
neurala, aceasta putand fi inteleasa facand analogia cu creierul uman. Aseméanator modului de
functionare al acestui organ sunt neuronii si modelarea tariei legaturilor dintre acestia (in cazul
creierului legaturile pot fi excitatoare sau inhibitoare). Neuronii din NN sunt unitati de calcul
si poarta acelasi nume iar taria legaturii este reprezentata de valoarea ponderilor.

Aplicatiile de tip BCI (Brain Computer Interface) deschid posibilitatea unei comunicari
directe cu calculatorul, nefiind necesara nicio antrenare prealabila a subiectului uman. Asa
cum sugereaza si denumirea, paradigma BCI se refera la controlul dispozitivelor electronice doar
prin unde cerebrale, fara utilizarea membrelor sau muschilor, unde care se pot obtine folosind
electroencefalografia (EEG). Interfata creier-calculator reprezinta o directie promitatoare de
cercetare care s-a dezvoltat semnificativ in ultimii 30 de ani si continua sa fie in plina ascensiune.
Desi inca nu s-a atins punctul in care sa poata fi citite gandurile EI, progresele actuale in domeniu
permit realizarea unor BCI-uri utile si functionale (ex. proteze inteligente).

De fapt domeniul Brain-Computer Interface este atat de cautat si popular incat inca din
2010 s-a infiintat THE ANNUAL BCI AWARD [7]. Acesta este un premiu ce se acorda echipelor

ILegea lui Moore spune c& la fiecare 2 ani numaérul de tranzistoare pe circuit integrat se dubleaza.

2cel mai apropiat studiu de aceast# directie pe care l-am gisit in timpul documentarii se refera la clasificarea
melodiilor la care se gandeste subiectul. Folosind baza de date in care sunt imaginate 12 melodii, autorii studiului
[6] au reusit si ajungd la o acuratete de 37.92%.
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de cercetare care reusesc sa aduca un plus de inovatie in domeniu. In fiecare an 12 proiecte
sunt acceptate in competitie si 3 dintre acestea sunt declarate castigatoare.

Obiective

Acest proiect de licenta isi propune realizarea urmatoarelor obiective:

e creareca paradigmei experimentale;

Acest pas implica realizarea unui program care sa genereze un video cu 2 stimuli care sa
palpaie cu frecvente constante si diferite intre ele. Paradigma este una specifica aplicatiilor

de tipul SSVEP (Steady-State Visually Evoked Potential).

colectarea semnalelor EEG;
Pentru aceasta etapa se vor achizitiona semnalele EEG folosind casca QuikCap conectata
la amplificatorul Neuvo. Colectarea datelor va fi interfatata de aplicatia software Curry?.

filtrarea encefalogramelor;

Pasul acesta este necesar pentru a curata semnalul de zgomotul cauzat de reteaua de
alimentare de 50Hz. In acest sens se va folosi un filtru de tip notch implementat in
limbajul de programare MATLAB.

segmentarea semnalelor;

Pentru a face o clasificare cat mai rapida si pentru a mari numarul de exemple care va fi
oferit retelei neurale se vor segmenta datele in portiuni de cate 2 secunde. Conform [8], in
aplicatii similare cu cea a acestei lucrari de licenta, o fereastra de aceasta dimensiune este
suficienta pentru a da rezultate bune. Daca s-ar folosi o perioada mai lunga acuratetea
nu ar mai creste liniar, intrucat la 2 secunde incepe sa se atinga valoarea de saturatie. De
asemenea, pentru a augmenta setul de exemple, segmentarea se va face folosind ferestre
suprapuse (suprapunerea fiind de o secunda).

aplicarea algoritmului CCA (Canonical Correlation Analysis);

CCA este un algoritm comun in aplicatii care folosesc paradigma SSVEP [§], [9], [10],
[T1] si implica extragerea trasaturilor din semnal sub forma unor corelatii intre acesta si
semnalul de referinta. Referinta se va construi ca fiind o combinatie de sinusi si cosinusi
avand atat frecventa unui stimul din cei 2 prezentati cat si cativa multipli ai acesteia.

antrenarea diverselor arhitecturi de retele neurale;

In aceastd etapa se vor varia hiperparametrii retelei si se vor contoriza rezultatele. Variind
numarul de neuroni, de straturi si activarile ar trebui ca rezultatele obtinute sa se apropie
intr-o oarecare masura de cazul ideal, adica acuratete de clasificare maxima.

Aplicabilitate

Proiectul de fata isi propune realizarea unui sistem de clasificare care sa identifice zona de pe
ecran careia subiectul uman i-a acordat atentie folosind doar undele electrice provenite de la
creier. Un clasificator de acest tip poate fi util in urmatoarele scenarii:

e comunicarea cu pacientii care nu se pot migca si/sau nu pot vorbi;

Pacientul poate sta cu cé’givaE] electrozi lipiti pe scalp in zona lobului occipital si sa aiba

3

in cadrul acestei lucrari s-au folosit 10 electrozi
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langa acesta un ecran cu stimuli. Fiecarui stimul 1i corespunde un mesaj uzual pe care
ar putea dori sa il comunice subiectul (de exemplu faptul ca ii este sete sau foame). In
acest mod pacientul poate comunica cu asistenta medicala chiar daca acesta este intr-o
conditie care nu 1i permine sa vorbeasca sau sa faca semne cu mana.

realitate augmentata si jocuri;

In acest caz modurile in care poate fi utilizat un clasificator ca cel prezentat in aceasta
lucrare de licenta sunt relativ nelimitate. O varianta de implementarea ar fi aceea ca
stimulii sa reprezinte butoanele de control ale jocului/simulatorului. De pilda daca este
controlata o magina virtuala stimulul din stanga sa reprezinte comanda de viraj la stanga
si analog pentru stimulul din dreapta. Totusi ideea de a folosi semnale SSVEP in jocuri
nu este una noua; in [12] autorii studiului au implementat un joc de tip shooter, iar in
[13] a fost realizat un joc in care trebuie scoasa o minge dintr-un labirint.
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Capitolul 1
Notiuni teoretice

1.1 EEG - Aspecte Generale

Prima oara cand a fost identificata activitatea electrica la nivelul cortexului a fost in 1875
de catre doctorul Richard Caton. Totusi, primele analize de tip EEG-uri efectuate asupra
creierului uman aveau sa apara abia in 1924, intrucat Caton a studiat raspunsul electric doar
pentru animale. Mai precis, acesta a folosit maimute, pisici si iepuri in cadrul experimentelor
sale[14]. Caton anestezia animalele, facea o incizie in craniu si in dura matmﬂ iar apoi plasa
electrozii. Un electrod era plasat pe aria studiata si un electrod pe o alta parte a cortexului sau
pe craniu. Desi a intampinat dificultati in a face animalele sa coopereze pentru experimentele
care implicau miscari ale membrelor, a reusit totusi sa identifice cateva aspecte. De exemplu,
cand animalul analizat isi misca un membru, activitatea celebrala era identificata pe partea
opus# a creierului fati de acel membru. In 2 iepuri (din 7) si o maimuta a observat un punct
langa zona masticatorie care isi modifica potentialul inainte sa inceapa masticatia. Caton a
crezut ca acest lucru se datoreaza perceptiei mirosului mancarii. De asemenea, a observat
potentiale crescute in zone care erau atribuite miscarii ochilor atunci cand excita retina cu
lumina puternica[l4].

Asa cum am mentionat mai sus,
prima encefalograma la om a fost re-
alizata 1n 1924. Descoperirea 1i este
atribuita psihiatrului german Hans Ber-
ger fig. acesta fiind si persoana
care i-a dat numele de ,elektrenkepha-
logramm” [15]. Prima encefalograma a
fost facuta unui baiat de 17 ani in tim-
pul unei operatii pe creier [16]. Acest
lucru a fost necesar pentru ca prima me-
toda era una invaziva, craniul fiind dat
la o parte in zona studiata. Dupa 4 ani
Berger reuseste sa construiasca un sistem
de achizitie atat de sensibil incat EEG-ul
se putea realiza In mod neinvaziv. Astfel
ca pana in primavara anului 1929 facuse

Figura 1.1: Hans Berger in anit 1930

!dura mater este una dintre cele 3 membrane ale meningelui
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sute de encefalografii, folosind drept subiecti pacienti cu defecte craniene, angajati ai spitalului
unde lucra, fiului sau si chiar lui insusi. De asemenea, Berger a inregistrat EEG-uri pentru
pacientii cu epilepsie, dementa, tumori pe creier si alte boli neurologice [17].

In ceea ce priveste
complexul EEG, Berger
a sugerat ca acesta este
impartit in unde « si unde
B. Undele « erau cele cu
perioada mai mare si erau
corelate cu constiinta iar
undele 8 cu perioada mai
mica erau asimilate ac-
tivitatilor metabolice ale

.............
...............

Figura 1.2: Prima inregistrare EEG la om; primul semnal repre-
zinta semnalul EEG iar cel de al doilea este un semnal de sincro-
nizare

tesutului cortical [I7]. Chiar daca legaturile dintre aceste semnale si fenomenul fiziologic care
il determina au suferit anumite modificari, clasificarea inca ramane valabila. In prezent undele
a mai sunt numite si unde Berger in onoarea descoperitorului lor.

Desi EEG-urile nu mai sunt folosite pentru identificarea bolilor neurologice (datorita aparitiei
scanarilor CT - Computer Tomograf), pana in anii 1970 acestea au reprezentat un instrument
important atat pentru diagnosticare cat si pentru cercetare. In prezent electroencefalograma
se foloseste in principal in cercetare.

O clasificare mai detaliata asupra undelor EEG se poate regasi in tabelul de mai josﬂ

Denumirea undei ‘ Domeniul specific de frecvente

Delta
Teta
Alfa
Mu
SMR
Beta
Gama

Tabela 1

Semnificatii:

0.1 -4 Hz
4-7Hz
7-15 Hz
7.5-12.5 Hz
13 - 15 Hz
16 - 30 Hz
>30 Hz

.1: Distributia pe frecvente a semnalelor EEG

e Unde Delta - sunt atribuite stagiului de somn profund (mai precis, stagiu de somn 3

NREM - Non-Rapid E

ye Movement)[18].

e Unde Teta - de obicei sunt generate in hipocamp si in principal sunt observate in 2 stari:

in interactiunea activa

cu mediul (alergat, mers, etc.) sau in timpul somnului REM[19].

e Unde Alfa - sunt create predominant in lobul occipital in timp ce subiectul sta relaxat

cu ochii inchisi [20].

e Unde Mu - sunt generate in cortexul motor iar cand o persoana executa o migcare sau
priveste pe altcineva facand aceeasi migcare aceste unde sunt puternic atenuate [21].

2(Clasificarea poate varia cu 1 Hz in functie de autor
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e Unde SMR (sensorimotor rhythm) - desi aceste unde nu sunt pe deplin intelese din punct
de vedere experimental s-a observat ca amplitudinea undelor SMR creste cand zona sen-
zorimotoare corespunzatoare este in repaus. Astfel ca acestea scand in amplitudine cand
subiectul se migca sau se gandeste ca se migca [22].

e Unde Beta - sunt asocitate cu gandirea si concentrarea activa; de asemenea, s-a observat
ca cu putin inainte dar gi in timpul unei miscari aceste unde sunt atenuate [23].

e Unde Gama - acest tip de unde este corelat cu atentia, memoria si in general cu starile de
congtiinta [24].

Teacade mielina v

Dendrite < Axon Y)"’j

Butoni terminali

Figura 1.3: Structura unui neuron

Dar cum reuseste creterul sa genereze campul electric care este masurat prin intermediul
encefalogramet? Din punct de vedere structural informatia se propaga cu ajutorul neuronilor.
Neuronul prezinta urmatoarele componente: dendrite — au rolul de a primi semnalul de la
neuronii vecini; axon — transmite semnalul prin neuron; buton: terminali — transmit semnalul
catre dentritele altor neuroni; teaca de mielina — mareste viteza de transmitere prin axon. Toate
acestea asigura buna transmisie a informatiei prin creier. Pentru a putea genera camp electric
este necesara existenta unui gradient de concentratii ionice intre interiorul celulei si exteriorul
el.

La repaus (cand celula nu este excitatd de niciun stimul), neuronii au un gradient de
concentratie negativ. Acest lucru inseamna ca sunt mai multi ioni pozitivi in exteriorul celulei
decat in interior. In aceastd stare sunt mai multi ioni de sodiu (Na™) in exteriorul neuro-
nului §i mai multi ioni de potasiu (K™) in interioriorul acestuia. Chiar daca concetratiile nu
sunt stabile pentru ca ionii traverseaza membrana incercand sa egalizeze concentratia, neuronii
reusesc sa isi mentina o tensiune relativ constanta intre —40mV si —90mV. Exista 3 factori
care genereaza modificarea constanta a tensiunii: faptul ca membrana este foarte permeabila
relativ la ionii de potasiu, faptul ca este partial permeabila pentru ionii de sodiu si prezenta
unor porfi cu functionalitate de pompa, care trag potasiul inapoi in celula si scot natriul in
afara ei.

Cand un potential de actiune apare, celula incepe sa se depolarizeze. Pe langa portile mai sus
mentionate care sunt deschise tot timpul, mai exista alte 2 tipuri. Un fel de poarta se deschide
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Figura 1.4: Potentialul membranei

doar in momentul in care primeste stimul din exterior si alta care se inchide cand primeste
stimul. Odata aparut potentialul de actiune, ionii pozitivi incep sa patrunda in celula, astfel
se depolarizeaza dinspre dendrite catre axon. Daca la nivelul axonului celula devine suficient
de depolarizata, portile de potasiu se deschid si potentialul de actiune este dat mai departe.
Ulterior, celula incearca sa se intoarca la starea initiala prin fenomenul numit repolarizare.
In aceastd etapa, portile de sodiu se inchid si cele de potasiu se deschid. La acest moment
concentratia de Kt din interior creste semnificativ, deci acesti ioni vor ,inunda” exteriorul
celulei. Prin urmare, celula incepe sa isi recapete potentialul initial (din momentul repausului).
Canalele de potasiu stau deschise putin mai mult decat ar trebui si astfel ionii pozitivi vor
parasi celula pentru mai mult timp. Prin urmare, neuronul va deveni si mai negativ. Aceasta
etapa poarta denumirea de hiperpolarizare. In final portile de K — Na™ restabiliesc tensiunea
initiala [25].

1.2 Starea artei

Motivul pentru care clasificarea de semnale EEG s-a bucurat de atat de multa atentie in
domeniul cercetarii inca de la descoperirea lor este aplicabilitatea lor directa in domeniul BCI
(Brain Computer Interface). Un BCI este un sistem de comunicare care nu necesita nicio forma
de activitate a muschilor periferici si le permite subiectilor sa transmita comenzi dispozitivelor
eletronice doar prin activitatea celebrala [26]. Avantajul major al unui astfel de sistem este
acela ca ar putea fi folosit pentru a facilita interactiunea oamenilor care au dizabilitati motorii
cu exteriorul. De cele mai multe ori BCI-ul functioneaza identificand clasa de apartenenta
pentru un anumit set de trasaturi extras din semnale EEG, pe baza unui algoritm de clasificare
[27]. Tinand cont ca fiecarei clase 1i este atribuita o comanda, se poate face traducerea intre
unde celebrale si actiunea dorita a fi intreprinsa de dispozitivul electric.

Majoritatea clasificatorilor care sunt dezvoltati la momentul actual se bazeaza pe tehnici de
invatare automata (eng. Machine Learning — ML) [28]. Abordarea folosind ML a reprezentat
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un progres in materie de performanta si a inlocuit algoritmii folositi in mod clasic. Printre
algoritmii care erau uzual folositi amintim: LDA (Linear discriminant analysis), SVM (Support
vector machine), HMM (Hidden Markov Model), kNN (K Nearest Neighbors) [29].

Aplicatiile principale pe care se concentreza literatura de specialitate in materie de clasificare
de semnale EEG sunt urmatoarele:

e Motor Imagery;

e P300:

SSVEP (Steady-State Visually Evoked Potential) ﬁ

Identificare epilepsie;

Identificare de emotii.

Motor Imagery (MI) este procedeul prin care subiectul isi imagineaza ca face anumite miscari
(fara sa le faca propriu-zis), iar clasificatorul trebuie sa identifice ce gest a dorit persoana sa
execute. In [30] se propune o noua arhitectura de tipul DNN (Deep Neural Network). Aceasta
contine straturi convolutionale pentru inceput, apoi sunt folosite autoencodere suprapuse (eng.
stacked autoencoders). Clasificatorul trebuie sa deduca daca persoana in cauza a vrut sa miste
mana stanga sau mana dreapta (deci o clasificare binara). Autorii au folosit o baza de date
in care au fost inregistrati 9 subiecti si au obtinut o acuratete maxima de 95%. Pe langa
genul acesta de aplicatii care pot fi translatate in crearea de proteze inteligente, MI folosit
in sisteme BCI mai are un avantaj. Conform [31], acestea se pot folosi cu succes in reabi-
litarea persoanelor care au probleme motorii severe in urma accidentelor vasculare cerebrale
si se afla in faza subacutéﬂ Pentru acest experiment 28 de pacienti au fost impartiti in 2
grupuri. Un grup, numit de control, s-a antrenat doar cu MI, iar cel de-al doilea grup a
facut aceleasi exercitii doar ca de aceasta data aveau suport BCI si putea sa vada in timp
real rezultatul incercarii de a intinde degetele sau de a strange pumnul (vezi imaginea |1.5)).
In urma experimentului s-a constatat faptul
ca grupul care a folosit MI cu suport BCI a
avut o recuperare semnificativ mai buna com-
parativ cu grupul de control. Mai precis, au
fost analizati 3 indicatori considerati relevanti
pentru astfel de situatii: FMA - Fugl-Meyer
Assessment, scara MRC - Medical Research
Council pentru puterea muschilor, NIHSS -
National Institute of Health Stroke Scale.

Unda P300 este un ERP (Event-Related
Potential) endogen care este cauzat in mod
natural de stimulii considerati importanti de
c catre subiect. De obicei are forma prezentata
reabilitare o f A P )

in figura Aceasta apare in lobii fron
tal, temporal gi occipital, dar de obicei este
masurata in lobul parietal [32]. P300 prezinta 2 subcomponente P3a si P3b (figura [1.6b)). P3a
provie din regiunea frontala corelata cu atentia din timpul procesarii sarcinii. P3b isi are originea

Figura 1.5: Paradigma experimentala pentru

3SSVEP este un raspuns cortical vizual generat de un stimul repetitiv consistand dintr-o sursi de lumin
care palpaie la o frecventa constanta mai mare de 4H z

4faza subacutd incepe la circa 2 siptdmani dupi ce a avut loc accidentul vascular cerebral;
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Figura 1.6: Modele simplificate ale formelor de unda

in activitatea temporal-parietala asociata cu atentia si pare sa fie corelata cu procesarea ulteri-
oara a memoriei [33]. Semnalul util din P300 contine informatie in amplitudin si latengéﬁ. In
functie de acesti 2 parametri se pot face analize referitoare la starea psihica a subiectului. De
exemplu in cazul schizofreniei amplitudinea P300 este mai mica comparativ cu a unui subiect
sanatos. De asemenea amplitudinea este redusa si daca subiectul are autism sau depresie severa
[34]. In ceea ce priveste latenta, aceasta va fi crescuta daca persoana are dementa, dislexie sau
este un copil cu diferite disfunctionalitati cognitive [34]. Dar utilitatea P300 nu se limiteaza
doar la cercetarea asupra bolilor neurologice. Tinand cont ca acest tip de unda este creat
atunci cand apare stimulul pe care subiectul a fost instruit sa il caute, se poate face progres
in ceea ce priveste o tastatura controlata intr-un mod pur BCI. De exemplu, in [35] s-a reusit
o clasificare a 64 simboluri distincte, litere si cifre. Subiectii priveau un ecran ca in figura
iar randurile gi apoi coloanele se accentuau pe rand. Acest lucru inseamna ca literele/cifrele
de pe acea linie/coloana se colorau galben, se roteau cu un unghi aleator intre —90° gi 90°, se
mareau de pana la 4 ori si palpaiau cu o anumita frecventa constanta. Avand informatii legate
de linia si coloana care a generat unda P300 se poate identifica stimulul. Autorii studiului au
folosit o baza de date cu 13 subiecti si au obtinut o acuratete de clasificare maxima de 89.96%
si acuratete medie de 74.24%. Partea de detectie a fost facuta cu algoritmul SWLDA (Stepwise
linear discriminant analysis), iar in urma acestuia fiecarui rand i fiecarei coloane ii era atribuit
un scor. In functie de aceste scoruri se putea identifica litera/cifra cautata.

Motivul pentru care a fost inclusa si palpaierea in articolul mentionat mai sus, este acela
ca s-a dorit incorporarea a 2 directii de cercerare din domeniul clasificarii de semnale EEG. Pe
langa clasificarea cu unde P300 a fost facut si un sistem hibrid avand atat P300 cat si unde
SSVEP (Steady-State Visually Evoked Potential) drept date de intrare. Pentru procesarea
semnalului SSVEP a fost folosit algoritmul CCA (Canonical Correlation Analysis) care va fi
detaliat in capitolul 4. Cand a fost folosita doar componenta SSVEP, acuratetea maxima a fost
84.60% si cea medie 68.53%. Metoda hibrida a oferit rezultate mult mai bune: 97.77% maxim
si 91.33% mediu. Totusi paradigma clasica pentru SSVEP este aceea de a prezenta stimulii
ca avand aceeasi forma si doar frecventa de palpaire poate varia. De exemplu, in [36] au fost
folositi 3 stimuli de 13Hz, 17Hz si 21Hz. Cu un algoritm de clasificare bazat pe geometria
riemanniana, au ajuns la o performanta de 87.7% acuratete medie pentru 12 subiecti avand 4
clase (una fiind clasa care reprezinta lipsa palpairii).

O alta directie comuna in materie de clasificare de semnale EEG o reprezinta detectia de
epilepsie. Epilepsia este o boala cronica care se manifesta prin convulsii, aceasta fiind si cea

5definita ca diferenta dintre tensiunea medie de dinainte de aparitia stimului si varful pozitiv dintr-o anumits
perioada de timp;

Sdefinitd ca perioada de timp dintre inceputul stimului si momentul la care se atinge varful undei.
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Figura 1.7: P300 speller

mai comuna afectiune neurologica (aprox. 65 de milioane de oameni din lume sunt afectati)
[37]. Din punct de vedere al formei EEG-urilor, in cazul epilepticilor acestea prezinta anumite
varfuri (eng. spikes) specifice. Tinand cont ca personalul medical capabil sa identifice aceste
varfuri este mic ca numar, se doreste automatizarea procesului prin intermediul unui clasificator
inteligent. O problema care apare in procesul de clasificare este rata crescuta de fals pozitiv.
Aceasta se datoreaza faptului ca este foarte usor de confundat un varf indicator de epilepsie cu
un artefact. In lucrarea [38] se propune un clasificator bazat pe transformata Slantle (pentru
partea de extractie de trasaturi) si SRC - Sparse Representation Classifier pe post de detector.
Acegtia reugesc sa scada numarul de alarme false, sa scada timpul necesar detectiei gi sa creasca
acuratetea clasificarii. Mai precis, ajung la o valoare de 98.2% pentru o fereastra de semnal de
o secunda.

Odata cu dezvoltarea electrozilor uscati]si cu evolutia domeniului de retele neurale, aplicatiile
BCI prind din ce in ce mai multa popularitate in cercetare intrucat EEG-urile pot fi colectate
intr-un mod mult mai facil. Pe langa directiile prezentate mai sus, mai putem mentiona si
clasificarea de emotii. In [39] se face discriminarea intre emotii negative gi emotii pozitive care
apar la vizualizarea unor filme. Acestia colecteaza date de la 6 subiecti care sunt pusi sa spuna
ce au simtit In urma vizionarii si cat de puternica a fost emotia provocata. Scopul celei de a
doua cerinte este de a asigura faptul ca emotiile au fost suficient de pregnante pentru a crea
o diferenta sesizabila in inregistrarea EEG. Pentru a nivela semnalul si a-1 curata de artefacte
autorii au folosit algoritmul LDS (Linear Dynamical System). Mai departe dimensionalitatea
spatiului este redusa prin mecanismul LDA (Linear Discriminat Analysis). Autorii acestui
studiu au obtinut o acuratete maxima de clasificare egala cu 91.77%.

1.3 Retele neurale — notiuni introductive

Retelele neurale (sau neuronale) reprezinta o paradigma de solutionare a problemelor diferita
de metoda clasica in care maparea dintre datele de intrare gi cele de iegire este facuta in mod de-
terminist. Principiul acestei abordari consta in dezvoltarea unui algoritm care sa invete functia

Teste un tip de transformatd DWT - Discrete Wavelet Transform

8electrozi care nu necesits gel electroconductor
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de transfer ce aloca datelor de intrare valoarea la iegire, fara ca programatorul sa cunoasca
apriori aceasta relatie. Modalitatea in care se realizeaza acest lucru este analog modului de
functionare al creierului. Creierul contine neuroni interconectati ce proceseaza informatia si in
timp sunt capabili sa creeze legaturi intre ei de agsa natura astfel incat sa poata generaliza pe
baza exemplelor invatate — deci dandu-se anumite date sa ofere un raspuns adecvat. In mod
similar gi reteaua neuronala are neuroni — unitati functionale de calcul — si legaturile dintre
acestia sunt modelate de valori numerice numite ponderi. Printr-un algoritm iterativ de opti-
mizare valorile acestor ponderi se modifica, deci am putea spune ca legaturile dintre neuroni
se modifica. Pentru a putea invata este necesar ca reteaua sa primeasca suficiente exemple,
pentru care se poate cunoaste iegirea — invatare supervizata sau nu — invatare nesupervizata.

In cadrul retelelor neurale, neuronii sunt organizati pe straturi. Aceste straturi pot fi: de
intrare, ascunse sau de iegire. Stratul de intrare are rol de buffer pentru date si nu modifica in
niciun fel valorile de la intrare. Urmeaza stratul/straturile ascuns(e) care manipuleaza datele iar
apoi stratul de iegire care face o ultima transformare asupra valorilor oferite de stratul /straturile
ascuns(e) si ofera ulterior raspunsul final.

Un aspect foarte important pentru arhitectura retelei neurale il constituie distributia numarului
de neuroni pe fiecare strat. Dimensionarea straturilor ascunse este cea mai provocatoare etapa
intrucat o structura adecvata nu se poate determina analitic ci doar experimental. Insd dimen-
siunile straturilor de intrare si de iegire sunt usor de aflat deoarece sunt dictate de aplicatie. De
exemplu, sa presupunem ca avem o imagine de 32 X 32 pixeli alb-negru gi trebuie sa spunem
daca in acea imagine se afla fie o pisica, fie un caine, fie o pasare. In aceastd situatie stratul de
intrare va avea dimensiunea de 32 x 32 = 1024 de neuroni (cate unul pentru fiecare pixel din
imagine) iar stratul de iesire va avea dimensiune 3, corespunzatoare numarului posibil de clase.

O ilustrare asupra arhitecturii generale a unei retele neurale este prezentata in figura [1.§]
Se poate observa ca datele de intrare, xq, xs, 23, ..., x, sunt date stratului de intrare care preda
mai departe aceste valori stratului ascuns. Stratul ascuns continua procesarea datelor si acestea
trec mai departe catre stratul ascuns. Iesirea din stratul ascuns este reprezentata de valorile
Y1,Y2, Y3, - - -, Yn. De obicei, in cazul problemelor de clasificare acestea reprezinta probabilitati
de apartenenta.

In cadrul fiecdrui neuron au loc 2 operatii: una lintara §i una neliniara. Cea liniara este
de tipul WTX unde X reprezinta vectorul de date de la intrarea neuronului si W vectorul de
ponderi specific acelui neuron. Etapa neliniara o constituie aplicarea unui operator neliniar
numit activare. Cateva dintre functiile de activare folosite uzual sunt prezentate mai jos.

Functia sigmoid (numita si functie logistica) este ilustrata in figura si are formula:

1
sigmoid(z) = e (1.1)
Dupa cum se poate observa, aceasta ia valori care tind spre 0 cand z tinde la —oo si valori
care tind citre 1 cand z tinde la 4+oco. In vecindtatea lui 0.5 functia prezinta panta maxima
iar valoarea in acest punct este 0. Aspectul in forma de ,,S” ajuta in probleme de clasificare
intrucat creste separabilitatea datelor de intrare. Din acest motiv functia de activare sigmoid
se bucura de popularitate in randul acestor tipuri de probleme [40].

Functia tangenta hiberbolica (tanh) — vezi figura [1.10]— are o forma asemandtoare cu
cea a sigmoidului deoarece are tot forma de S si, prin urmare, este folosita in aplicatii similare.
Totusi, in practica, tanh tinde sa fie mai buna decat acesta. Tangenta hiberbolica ia valori in
intervalul [—1; 1], acest lucru facand ca valorile date la intrare sa fie puternic polarizate (datele
negative sunt transformate in valori care tind la -1, datele pozitive sunt transformate in valori
care tind la +1 iar valorile in jurul lui 0 sunt mapate tot in vecinatatea lui 0). Formula cu care
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Xq o) Y1
Xg » Y2
X3 » Y3
Xn * ¥n

Figura 1.8: Arhitectura generald pentru o retea neurald

se poate calcula tanh este data mai jos:

sinh(z) e —e® ¥ —1
anh(z) cosh(z) e*4+e® 241 (12)

O alta functie de activare este reprezentata de arctangentd (arctan), aceasta fiind si
inversa tangentei hiperbolice. Valorile pe care le poate lua se afla in intervalul [—m/2;7/2]. Se
poate observa ca arctan este putin mai plata decat tanh, aspect care o face sa diferentieze mai
bine intre valori similare la intrare.

1
2241

arctan(z) = tan™'(z) = /Ox dz (1.3)

Figura 1.9: Sigmoid
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Figura 1.10: Tanh

Figura 1.11: Arctan

O optiune foarte populara in randul functiilor de activare este ReLU (Rectified Linear
Unit) [41]. Acesta este folosit in principal in probleme de aproximare/estimare [42].
ReLU se comporta conform formulei:

ReLU(z) = maz(0,x) (1.4)

Un avantaj major al acestei functii este faptul ca scad sansele sa apara fenomenul de ,vanishing
gradient” (gradientﬂ ale carui valori tind puternic catre 0) [43]. De asemenea, simplitatea
functiei ajuta in procesul de antrenare.

O variatie asupra functiei ReLU este reprezentata de Leaky ReLU. Aga cum ii sugereaza
si numele aceasta varianta lasa o parte din valorile negative sa se ,,scurga” la iegire. Comparativ
cu forma originala, Leaky ReLU are un gradient pozitiv relativ mic pentru valori negative la
intrare si, in acest caz, niciun gradient nu va avea valoarea 0. Totusi acest aspect nu este intru
totul un avantaj deoarece matricele din cadrul algoritmului nu vor mai fi rare, ,ingreunand astfel
procesul de calcul. Pentru a calcula valoarea la iegirea lui Leaky ReLU se foloseste urmatoarea

formula:
x ,daca x>0

0.01x ,dacax <0 (1.5)

LeakyReLU (z) = {

Daca in loc de valoarea de 0.01 de pe a doua ramura a functiei este o alta valoare «, atunci
functia de activare se numeste Parametric ReLU (PReLU).

utilitatea gradientului in cadrul retelelor neuronale va fi discutats ulterior
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Figura 1.12: ReLU

Figura 1.13: Leaky ReLU

Desi in aceasta lucrare nu s-a folosit nici ReLU, nici Leaky ReLU, acestea au fost amintite
deoarece sunt foarte populare in domeniul retelelor neurale.

In mod uzual, pentru stratul de iesire, functia de activare folosita este softmaz. Aceasta
se intalnegte, in special, in probleme de clasificare [44]. Specificitatea functiei este aceea ca
transpune valorile vectorului de la intrare in intervalul (0, 1). De asemenea suma componentelor
de la iegire va fi egala cu 1.

e
softmaxr(r;) = —f—— (1.6)
) j=1€%

Asa cum am amintit mai sus, pe langa etapa neliniara, exista si cea liniara. Aceasta se scrie

astfel:

= WX = sz w; + b, (1.7)
unde x; sunt elementele vectorului de intrare X, iar w; sunt elementele vectorului de ponderi
W. Termenul liber, b, are rolul de a prepolariza neuronul. De obicei acest termen apare in

componenta lui W. Odata calculata suma ponderata in modul prezentat mai sus se aplica
etapa neliniara si iesirea din neuron va arata astfel:

y=9(8), (1.8)

unde g reprezinta o functie de activare aleasa conform specificitatii aplicatiei.
Pentru a masura performanta, in procesul antrenare se utilizeaza un algoritm de optimizare
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iterativ ce are ca scop micsorarea unei functii de cosﬂT_UI, definita ca o masura a similaritatii dintre
datele de iesire ale retelei si ceea ne dorim sa obtinem. Ca si in cazul functiilor de activare
si aici exista o varietate de formule matematice pentru a calcula costul. Cateva exemple sunt
prezentate in continuare.

MSE — Mean Square Error — de obicei este folosit in aplicatii de regresie liniara intrucat
ajuta la gasirea dreptei care minimizeaza distanta dintre fiecare punct si aceasta. In general se
foloseste formula:

1 )
£==5"(0 - gy, (1.9)

i=1

unde n este numarul de exemple pentru care se calculeaza eroarea, %) este iesirea ideals
pentru cel de al i-lea exemplu, iar ) este iesirea calculati pentru cel de al i-lea exemplu.

MAE — Mean Absolute Error — este similar cu MSE, insa este mai robust la elemente
care sunt relativ indepartate de cluster-ul principal.

1 < . .
r_ 1t @) _ AG) |2 1.10
- ;:1 |yt =g\ | (1.10)

L2 - din punct de vedere matematic este asemanator cu MSE, doar ca de aceasta data nu
se mai face impartirea la numarul de exemple.

N
L — Z(y(i) _ g(i))z (1.11)
i=1

L1 — analog lui L2, L1 este asemanator cu MAE, doar ca in acest caz nu se mai imparte la
numarul de exemple.

L=3" |y — g0 (1.12)
=1

BCE — Binary Cross Entropy — este o functie de cost folosita in probleme de clasificare
binara sau cand datele trebuie binarizate [45]. De asemenea este tipul de cost care a fost folosit
in cadrul acestei lucrari.

L= =23 i loglg) + (1 - y:) -log(1 ~ §) (1.13)

Odata ce valoarea costului a fost calculata, urmatorul pas este acela de a-1 minimiza. Un
algoritm comun in domeniul retelelor neurale pentru a face acest lucru este backpropagation. In
cadrul acestei metode, dupa fiecare parcurgere in sens direct (de la intrare catre iesire), se face
si parcurgerea in sens invers modificandu-se ponderile. Aceasta modificare se face in functie
de gradientul g—f}. Mai precis, se poate scrie relatia dintre valoarea ponderii anterioare si cea la
iteratia curenta astfel:

oL
8wi
Tinand cont de faptul ca gradientul arata directia de crestere a unei functii, scazand la fiecare
iteratie ng—f), ne vom indrepta catre minimul costului £. Parametrul n se numeste rata de
invatare (eng. learning rate) si determina cat de mare va fi varitia lui w la fiecare pas. Acesta
poate fi static sau poate sa isi modifice valoarea in timpul antrenarii.

wi(t+1) =w;(t) —n

(1.14)

0se mai numeste si functie de pierdere eng. loss function - de unde provine si notarea ulterioara cu £
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Capitolul 2
Setup experimental

2.1 NeuroScan

Instalatia pentru achizitie consta in casca cu electrozi Quik-Cap, figura [2.1] amplificatorul de
semnale EEG: Neuvo, figura [2.2] si calculatorul pe care este instalat software-ul Curry 7.

Casca Quik-Cap este special conceputa pentru a fi compatibila cu amplificatorul Neuvo si
a putea fi conectata direct la acesta. Este prevazuta cu 128 de electrozi, facand-o ideala pentru
aplicatii care au nevoie de o rezolutie spatiala mare. Electrozii sunt atasati pe un material elastic
din lycra si sunt plasati conform standardului international 10-20. Acest mod de aranjare se
bazeaza pe legatura dintre zona unde este plasat electrodul si regiunea din cortexului celebral
aferenta. Numerele ,,10” si ,,20” se refera la distanta dintre 2 electrozi adiacenti care poate sa
fie 10% sau 20% din distanta totala frontal-anterior sau stanga-dreapta a craniului. Pentru a
putea face achizitia, intre electrozi si scalp este introdusa pasta electroconductoare. Pasta are
rolul de a micsora impedanta de contact intre subiect si senzori. In plus, pentru a asigura o
masuratoare cat mai precisa, electrozii sunt din Ag/AgCl sinterizat, acestia fiind recunoscuti
international ca prezentand stabilitate mare si zgomot redus.

Neuvo are 128 de canale pentru EEG si este conectat direct la casca cu electrozi. Acesta
este alimentat direct de la priza. Frecventa sa de esantionare poate fi variata intre 100H z si
10k H z; pentru lucrarea de fata s-a folosit o frecventa de esantionare de 200H z. Amplificatorul

neuvo'

128¢H

Figura 2.1: Casca cu electrozi Figura 2.2: Amplificator Neuvo
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are impedanta de intrare de minim 10GQ2 si CMMR (Common Mode Rejection Ratio) de minim
110dB. Datele sunt convertite din analog in digital cu un CAD (Convertor Analogic Digital)
cu rezolutie de 24 de biti. Mai departe, datele convertite in format digital sunt trimise prin
protocolul Ethernet catre calculatorul cu software-ul Curry 7 instalat.

Curry 7 inregistreaza si salveaza semnalele FEG cu posibilitatea de a le vizualiza pe ecran
in timp real. Procesarea datelor astfel achizitionate va fi detaliatd in Capitolului [3]

2.2 Curry 7

Curry 7 este aplicatia software oferita de Compumedics pentru a gestiona
atat achizitia cat si procesarea ulterioara a datelor biomedicale. Programul
are suport pentru o varietate de semnale fiziologice: EEG, ECoG (elec-
trocochleografie) [[; MEG (magnetoencefalografie)’, MRI (Magnetic Re-
sonance Imaging)’], fMRI (functional Magnetic Resonance Imaging)|, CT
(Computer Tomograf )P}, PET (Positron Emission Tomography si SPECT
(Single-Photon Emission Computed Tomography [}
Figura 2.3: Pentru a putea face achizitia, aplicatia trebuie configurata conform speci-
Curry7 ficitatii experimentului. Primul pas este reprezentat de alegerea tipului de
amplificator si de casca. In cadrul aceleasi ferestre de configurare se poate
selecta si frecventa de esantionare (vezi figura[2.5]). Pentru aceastd lucrare s-a folosit o ratd de
esantionare de 200 Hz, aceasta valoare fiind un compromis intre dimensiunea datelor ce vor fi
colectate si surprinderea evenimentelor relevante din semnal. Celelalte configuratii sunt lasate
la valorile implicite, respectiv filtru trece jos de valoare 80 Hz si acuratete de 24 nV/ LSBﬂ

Odata ce a fost selectat tipul de casca se poate vizualiza si distributia
electrozilor pe aceasta, iltustrata in figura 2.6 Pentru lucrarea de fata s-au
folosit electrozii cu numerele: 42, 43, 44, 45, 68, 69, 70, 71, 97, 98. Toti
electrozi sunt identificati si cu nume formate din litere. Pentru electrozii de
mai sus numele alternative sunt, in ordine: I1, OI1, POO3, PO1, 12, OI2,
POO4, PO2, PPOS, P6. Acestia au fost alesi deoarece se afla in zona lobului
occipital (este colorat cu galben in imaginea , zona care este responsabila
cu procesarea vizuala la om [46].

Figura 2.4:

Thaj A . . . . . Lob inital
Inainte de inceperea achizitiei propriu-zise trebuie asigurat faptul ca 09 occipra

impedanta de contact intre scalp si electrozi este de o valoare acceptabila.
Daca impedanta este prea mare atunci nu se va putea inregistra semnalul util, care are o am-
plitudine foarte mica (de obicei intre 10uV si 100pV [47]). Curry 7 ofera optiunea de a vedea in

Lreprezintd o metoda de inregistrare a potentialul electric generat de urechea interni in momentul in care
este prezentat un stimul auditiv

Zreprezintd o metodd de analizd a activititii cerebrale masurand campul magnetic generat de curentii
electrici care traverseaza creierul

3reprezints o tehnics care presupune realizarea de imagini ale organelor folosind cAmpi magnetici puternici

deste o metods de a misura activitatea cerebrald prin monitorizarea schimbarii volumului de sange din
acesta

Seste 0 metoda in care se realizeaza imagini 3D a diverselor organe, ficand o serie de masuratori cu raze X

Sreprezintd metoda in care se folosesc substante radioactive pentru a genera imagini aferente proceselor
metabolice

Treprezinti o tehnica de imagistica medicald nucleara in care se folosesc raze gama

8Least Significant Bit
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Figura 2.5: Configurare Curry 7

timp real impedanta de contact a electrozilor. Aceasta facilitate se prezinta din punct de vedere
grafic ca in figura Imaginea ilustreaza impedantele inaintea aplicarii gelului electrolitic.
Cu ajutorul acestui mod se poate ajusta cantitatea de substanta conductoare necesara astfel
incat sa se obtina o achizitie de calitate.

2.3 Paradigma experimentala

Pentru achizitia bazei de date s-a folosit un singur subiect. Acesta este barbat, in varsta de 21
de ani si cu parul scurt. Subiectul nu prezinta afectiuni care ar putea altera rezultatele sau care
l-ar putea pune in pericol in timpul procesului de achizitie (de ex. epilepsie). Subiectul a stat
asezat pe un scaun confortabil la aproximativ 2 metri de un ecran de rezolutie 4K si diagonala
de 194 cm si a fost instruit carui stimul de pe ecran sa 1i acorde atentie. Pe ecran erau prezenti
simultan 2 stimuli pe un fundal negru: in partea stanga un dreptunghi verde care palpaia cu
frecventa de aproximativ 10.63Hz iar in partea dreapta un dreptunghi rosu care palpaia cu
frecventa de aproximativ 4H z.

Mentiunea de ,aproximativ” se refera la limitarile sistemului de calcul care in domeniul
acesta de frecvente de afisare tinde sa aiba intarzieri care depasesc lms (cat este considerat
acceptabil pentru o analiza EEG). O solutie de compromis a fost aceea de a monitoriza constanta
frecventei de palpaiere pentru mai multe frecvente si a gasi o valoare care ramane cat mai
stabila in timp. Am observat faptul ca palpairea de pe ecran ramanea relativ stabila pentru
ambii stimuli la frecvente de aproximativ 4Hz si 10.63Hz.

In timpul achizitiei a fost foarte important ca subiectul sa nu oboseasca, fapt ce putea duce
la alterarea semnalelor colectate. In acest sens achizitia a fost realizata in doua reprize, chiar
daca timpul total de achizitie este de 7 minute si 30 secunde. In plus, subiectul a fost consultat
cu privire la inceperea si oprirea inregistrarii astfel incat acesta sa nu isi piarda atentia in timpul
achizitiei. Au fost facute 11 inregistrari cu stimulul verde insumand 3 minute si 41 secunde;
pentru stimulul rosu au fost facute 13 inregistrari insumand 3 minute si 48 de secunde. S-a
incercat pastrarea unui echilibru intre semnalele achizitionate pentru cei 2 stimuli.

Pentru a asigura un contact cat mai bun intre scalp si electrozi subiectul a fost spalat pe
cap lnaintea achizitiei. La suprafata pielii tinde sa se formeze un strat de celule moarte care

19



Sistem de clasificare a semnalelor EEG folosind retele neurale adanci

2
o
®

®®
COSN
®E
00
006!
®
00
@

o
®
®
®

66

o

o

%

C@
©
®
®

0000,

Q

000
€,
®
®

009,
ws

96608000
@®
&
Q0!

Figura 2.7: Reprezentarea grafica a impedantei de contact

confera pielii un efect capacitiv ceea ce ar ingreuna procesul de colectare a semnalelor EEG. Pe
langa curatare, este imperios necesara folosirea gelului electroconductor. Acesta a fost inserat
cu ajutorul unei seringi fara ac prin orificiul din electrozi. Curry 7 are optiunea de vizualizare
in timp real a impedantei fiecarui electrod de pe casca astfel ca este usor de evaluat daca a fost
aplicata suficienta pasta electroconductoare.

La finalul achizitiei electrozii au fost curatati pentru a le conserva proprietatile in timp.
In caz contrar gelul se usucs si este mult mai greu de curatat. De asemenea, exista riscul de
oxidare a argintului, ceea ce ar duce la compromiterea electrozilor.

20



Sistem de clasificare a semnalelor EEG folosind retele neurale adanci

Capitolul 3
Metoda propusa

3.1 Schema generala a proiectului

-

h 4

Clasificare Retea neurala

Figura 3.1: Succesiunea de etape din cadrul proiectului

Odata ce semnalele au fost achizitionate conform metodei detaliate in subcapitolul 3.2 Pa-
radigma experimentald urmeaza ca acestea sa fie procesate dupa o succesiune de etape ilustrata
in figura (3.1}

In primul rand, semnalele EEG trebuie filtrate. Pasul acesta este imperios necesar deoarece
peste datele achizitionate este suprapus un semnal parazit de 50Hz. Acesta provine de la
reteaua nationala de alimentare cu energie electrica si poate fi atat de puternic incat sa ,,inece”
semnalul util si sa faca clasificarea ulterioara aproape imposibila. Asa cum am mentionat
anterior Neuroscan se conecteaza direct la priza in timpul achizitiei si astfel apare artefactul de
50Hz. In scopul eliminarii zgomotului de la reteau de alimentare s-a folosit un filtru I/R notch
implementat in MATLAB. Un filtru notch este un filtru cu banda de oprire foarte ingusta iar
acronimul ITR provine de la Infinite Impulse Response. Alternativa clasei IIR este clasa FIR -
Finite Impulse Response. Printre diferentele dintre acestea se numara:

e IIR are un raspuns in timp mai rapid comparativ cu FIR [48];

e [IR defazeaza diferit componentele pe frecvente diferite fata de FIR care genereaza o
defazare constanta (IIR are faza neliniara si FIR are faza liniara) [48];

e FIR este intotdeauna stabil in timp ce IIR este uneori instabil [48];

In contextul acestui proiect de licenta faza neliniara nu este un impediment deoarece
informatia de interes (prin intermediul careia se va face clasificarea) nu se afla in componenta de
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faza ci in cea de frecventa. Astfel ca filtrul ales pentru aceasta prima etapa de procesare a fost
din clasa IIR. Pentru a asigura un semnal filtrat stabil, din fiecare inregistrare a fost eliminata
prima secunda. Aceasta perioada de timp este aleasa experimental si are rolul a asigura faptul
ca nu se iau in considerare momentele de timp in care filtrul inca este in faza de stabilizare.

Dupa ce semnalele EEG au fost filtrate, urmatoarea etapa este cea de segmentare. Asa
cum am mentionat in 3.2 Paradigma experimentala, in timpul achizitiei datelor EEG este
foarte important ca subiectul sa nu oboseasca si in acest sens s-a facut colectarea datelor in 2
reprize separate de cateva saptamani. In plus, inregistrarile sunt separate in functie de stimul
iar ordinea de prezentare a stimulilor a fost aleatoare, tocmai pentru a lasa subiectul sa se
odihneasca. Distributia fisierelor cu semnale EEG este prezentata in tabelul cu mentiunea
ca ordinea din tabel nu reflecta ordinea de achizitie.

Nr. | Culoare | Durata
crt. | stimul | [secunde]
1 28.5
2 47.2
3 11.1
4 11.9
5 19.4
6 verde 15.7
7 16
8 15.9
9 13.8
10 14
11 27.9
12 23.2
13 25.5
14 11.6
15 11.8
16 13.5
17 23.6
18 rosu 13.3
19 19.7
20 21.3
21 15.5
22 13.6
23 16.1
24 20.4

Tabela 3.1: Distributia inregistrarilor in functie de stimul

Dupa cum se poate observa durata totala de achizitie este de 7 minute si 30 secunde. Pentru
antrenarea unei retele neurale este nevoie de cat mai multe date de antrenare iar inregistrarile
disponibile sunt destul de putine si scurte pentru genul acesta de abordare de clasificare. Pentru
a compensa dimensiunea bazei de date am impartit datele filtrate in segmente de 2 secunde.
Aceasta perioada de timp este suficienta pentru a clasifica semnale EEG de tipul SSVEP [§], in
contextul utilizarii algoritmului CCA pentru extragere de trasaturi. In plus pentru a augmenta
datele de antrenare inregistrarile au fost impartite cu suprapunere de o secunda intre segmente.

In continuare, segmentelor li s-a aplicat algoritmul CCA (vezi 4.2 CCA pentru detalii asupra
algoritmului in sine). Pentru aplicarea acestei metode a fost folosit un pachet scris in limbajul de
programare Python numit Pyrcca [49]. Datorita naturii metodei CCA este necesara existenta
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unui semnal de referinta, iar algoritmul va indica cat de corelate sunt datele de intrare in raport
cu referinta oferita. In momentul dezvoltarii paradigmei experimetale a fost observat faptul ca
frecventa de palpaiere a stimulului rogu (cel de 4Hz) este mai stabila comparativ cu stimului
verde de 10.63Hz. Ca urmare a acestui aspect, referinta a fost construita in jurul frecventei de
4Hz. Mai exact referinta este o matrice de dimensiune 400 x 8. Numarul de linii este numarul
de esantioane necesar pentru a acoperi o perioada de 2 secunde la frecventa de esantionare de
200Hz. Pe coloane sunt vectori ce reprezinta, in aceasta ordine: sinus de 4Hz, cosinus de 4Hz,
sinus de 8Hz, cosinus de 8Hz, sinus de 12Hz, cosinus de 12Hz, sinus de 16Hz, cosinus de 16Hz.
Asa cum am detaliat in capitolul 2, in cazul semnalelor SSVEP, atat frecventa stimulului cat si
multiplii acesteia se regasesc in raspunsul generat de creier. Motivul pentru care am folosit si
cosinusi este acela de a acoperi o plaja cat mai mare de defazari a semnalului raspuns. Datele
de iesire ale algoritmului sunt reprezentate de vectori de dimensiune 8 (dimensiunea maxima
pe care o poate oferi algoritmul, acesta fiind minimul dintre numarul de trasaturi ale matricei
de intrare si numarul de trasaturi ale matricei referinta). Matricea cu care a fost comparata
matricea de referinta este de dimensiune 400 x 10. Valoarea 10 reprezinta numarul de electrozi
folositi iar 400 numarul de esantioane colectate la o frecventa de esantionade de 200H z timp de
2 secunde. Practic raspunsul algoritmului CCA va indica o informatie de tipul: daca semnalul
provine ca urmare a stimulului de 4Hz sau nu.

Odata ce am obtinut vectorii de corelatie de dimensiune 8 pentru fiecare segment, se poate
trece la faza urmatoare. Aceasta noua etapa consta in antrenarea retelelor neurale. Cu modelul
obtinut in urma antrenarii se poate face clasificarea propriu-zisa a datelor din lotul pastrat
pentru test. Justificarile asupra variatiilor arhitecturilor incercate din cadrul retelelor neurale
sunt oferite in subcapitolul 4.3 Rezultate.

3.2 Algoritmul CCA

CCA — Canonical Correlation Analysis reprezinta un algoritm folosit adesea pentru clasificarea
semnalelor EEG care au drept stimul lumini palpaitoare [8]. Aceasta metoda matematica se
bazeaza pe faptul ca frecventa stimulilor este cunoscuta si se pot calcula corelatii intre semnalul
EEG colectat si cel de referinta. CCA are avantajul ca gaseste un spatiu in care datele au
corelatie maxima si acolo se analizeaza aceste corelatii. Comparativ cu calculul de corelatie
clasic care poate sa rateze o legatura reala intre date daca nu se afla intr-un spatiu adecvat.

Din punct de vedere istoric, CCA a fost dezvoltat de matematicianul Harold Hotelling in
mijlocul anilor 1930 [50], [51]. De atunci a fost folosit in multiple domenii, de la analiza fainii in
functie de caracteristicile graului [52], pana la probleme complexe de procesare de semnal [53].
Insd recent s-a remarcat utilitatea domenii precum BCI [9], selectie de trisaturi [54], reducerea
dimensionalitatii [55], etc.

Din punct de vedere matematic, algoritmul incearca sa gaseasca proiectii ale datelor de
intrare astfel incat in noul spatiu datele sa aiba corelatie maxima. Acesta transformare de
spatiu este facuta prin intermediul unor ponderi.

Sa presupunem ca avem 2 seturi de date de intrare X, si respectiv X;, cu mentiunea ca
X, si Xp sunt matrici de dimensiunile n x p respectiv n x ¢q. Vk € {1,...,p}, vectorii rand
zF € RP si 2f € RY apartinand X, respectiv X, denotd seturile de observatii. Vectorii coloana
a; € R" (Vie{l,...,p})sib; € R, (Vj € {1,...,q}) reprezinta variabilele vector pentru cele
n observatii.

Asa cum am mentionat anterior aceste date trebuie proiectate intr-un alt spatiu. Acest
lucru este facut prin intermediul unei transformari liniare:

Xowg = z4 st Xpwy = 2, (3.1)
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unde: w, € RP, z, € R", w, € RY, 2z, € RP. w,,w, se numesc ponderi (canonice) si z,, 2, se
numesc imagini in spatiul R”.

Constrangerile algoritmului sunt acelea ca vectorii pozitie ai imaginilor z, si 2, sunt vectori
normati la unitate si ca unghiul dintre ele, 6 € [0, 7/2], este minimizat [56]. Cosinusul intre
cele 2 imagini este dat de formula:

c05(Za; 2) = (2a, 2) /| allll 2], (3.2)

unde (z,, 2,) reprezinta produsul scalar dintre z, si z,, iar prin ||z,|| si ||2s|| s-au notat normele
celor 2 imagini. Dupa cum am mentionat anterior o constrangere este aceea ca norma trebuie
sa fie 1. Rezulta ca formula se simplifica la:

c0S(2q, 2b) = (Za, 2b) (3.3)

In continuare imaginile z, si z;, ,obtinute cu ponderile w, si wy, care ofera cel mai mic unghi
intre ele, notat 6, determina prima valoare de corelatie canonica. Aceasta este egala cu cosf,
[57]. Din punct de vedere matematic scriem astfel:

costh = zaI;lbaE}E%n(za, 2) (3.4)

, cu constrangerea ca: ||z4|l2 = 1 si [|z]l2 = 1

Fie z! si 2z} imaginile pentru care se giseste primul maxim. Pentru a gisi cea de-a doua
pereche 2?2 si 27 care are cel mai mic unghi intre ele, 6y, se calculeaza complementele ortogonale
ale primei perechi [58]. Acest procedeu se continua pana cand nu se mai gasesc perechi.

Sa presupunem ca in acest mod se vor gasi r perechi care vor avea r unghiuri intre ele

0. €[0,7/2],iar r =1,2,...,q. Cand p > g unghiurile se pot gasi recursiv astfel:

QT = r? 4 Y N

cos max, A#ar %) (3.5)
lzall2 =1 llzglla =1 (3.6)

<Z¢77:> Zé) =0 <Zg’ le)> =0, (3.7)

Vi#r gr=12... min(p,q).

Pentru a gasi vectorii pozitie w, si w;, care genereaza cosinusul maxim se poate folosi o
serie de metode. Prima metoda este chiar cea propusa de creatorul algoritmului [51], fiind o
metoda bazata pe rezolvarea unei probleme de valori proprii standard. O alta abordare este prin
rezolvarea valorilor proprii generalizate [59]. Cea de a treia metoda consta in descompunerea
valorilor proprii (eng. Singular Value Decomposition — SVD) asa cum a fost dezvoltata in [60].

3.3 Rezultate

Pentru a verifica separabilitatea celor 2 clase s-au folosit diverse arhitecturi de retele neurale.
Aga cum s-a mentionat anterior trasaturile oferite ca date de intrare constau in cele 8 corelatii
extrase cu algoritmul CCA. Aceste valori ofera informatii asupra similitudinii dintre semnalele
EEG si sinugii/cosinusii aferenti frecventei stimulilor.

Avand 1n vedere ca pentru aceasta aplicatie clasificarea este binara, in cadrul experimentelor
s-au folosit arhitecturi de o complexitate relativ redusa. Astfel ca au fost testate retele cu un
numar de straturi ascunse variind de la 1 la 7. De asemenea numarul de neuroni pe fiecare
strat a fost variat intre 8 gi 256 (mai precis au fost folositi fie 8, fie 16, fie 32, fie 128, fie 256 de
neuroni pe strat).
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Activarile care au fost testate sunt: sigmoid, tanh si arctan. Acestea au fost folosite datorita
faptului ca sunt cunoscute sa dea rezultate bune in special in probleme de clasificare [40], [61],
dar si in probleme de estimare [62]. Rezultatele cu functiile de activare care neaga componentele
negative (de ex. ReLU, Leaky ReLU) nu au fost prezentate in aceasta lucrare deoarece ofereau
raspunsuri aleatorii (acuratete in jurul valorii de 50%). Un motiv posibil pentru acest lucru
s-ar putea afla in fenomenul numit dying ReL U. Acesta se refera la faptul ca daca prea multe
ponderi iau valori sub 0 atunci rezultatul activarii va fi 0, deci discriminarea datelor devine
imposibila.

Tehnica de optimizare folosita este gradient stocastic descendent (eng. Stochastic Gradient
Descent — SGD) cu impuls (eng. momentum). Acest algoritm este unul popular in domeniul
retelelor neurale i ofera, in general, rezultate satisfacatoare [63], [64], [65], [66]. Metoda este o
simplificare de la GD (Gradient Descent) in sensul ca in loc sa se calculeze gradientul pentru
intreg lotul la fiecare iteratie, se calculeaza gradientul doar pentru o valoare din lot aleasa
aleator [67]. Prin urmare procesul de invatare este stocastic si depinde de aceste valori alese
intamplator. In acest mod se doreste ca ecuatia pentru GD sa se comporte relativ la fel ca
3.9 pentru SGD, avand avantajul unui volum de calcul mult mai mic.

1 n
Wer = W = 1 Z VwL(zi,wy) (3.8)

i=1

W1 = W — nvwﬁ(zt, wt) (39)

In aceste formule z se refers la perechea (x,y) insemnand (valoare de intrare — valoare de iegire
asociata), iar z; este perechea aleasa la momentul epocii ¢.

Pe langa SGD clasic, exista si varianta cu impuls. Aceasta varianta indreapta mai repede
costul catre minim. O reprezentare vizuala a acestui fapt poate fi observata mai jos in figura
3.2l Dupa cum se poate vedea SGD fara impuls oscileaza mai mult pana gaseste minimul in
timp ce SGD cu impuls ajunge mai repede la optim (intr-un numar redus de iteratii). Din
punct de vedere matematic impulsul consta in adaugarea unei fractii din ponderea precedenta
la calculul ponderii actuale. Mai precis algoritmul se comporta dupa formula [3.10]

==

Figura 3.2: SGD fara impuls la stanga si cu impuls la dreapta

Wy = Wiy — (BVier + VW L(Z,W)) (3.10)

Unde f este parametrul care determina impulsul. De obicei acesta are valoarea 0.9. Daca
folosim formula de mai sus pentru toate datele atunci practic vom actualiza cu suma ponderata
a valorilor W. Acest aspect face ca aproape tot timpul SGD cu impuls sa fie mai bun decat
varianta clasica. Motivul este acela ca la SGD original pasul este afectat de zgomot (din cauza
ca se ia un exemplu aleator ca factor pentru actualizare), deci exista riscul sa o ia In directii
gregite. Daca folosim gi impuls (deci sa luam in calcul valorile precedente), acest risc scade
considerabil.
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De asemenea, datorita dimensiunii relativ scazute a bazei de date am folosit batch size de
valoare 1 (un singur exemplu a fost evaluat pentru actualizarea parametrilor). In plus, pentru
a asigura faptul ca toate arhitecturile au fost testate in aceleasi conditii, numarul de epoci a
fost intotdeauna 100.

In cele ce urmeazd vor fi prezentate rezultatele arhitecturilor testate folosind baza de date a
carei creare a fost descrisa in capitolul 4 - Metoda propusa. Aceasta a fost impartita in 2: partea
de antrenare dimensiune 350 si partea de testare de dimensiune 39, echivaland unei impartiri
90% cu 10%. Dupa cum am mentionat in capitolul 2, in timpul antrenarii scopul retelei este
acela de a gasi ponderile care aloca valorilor de la intrare etichetele ideale. Datele pe care
reteaua ,invata” se numesc lot de antrenare. Pentru a verifica posibilitatea de generalizare a
functiei gasite, se pastreaza separat cateva valori, numite lot de testare, care sunt trecute prin
retea. Daca rezultatele sunt considerate bune, putem spune ca reteaua a invatat si este capabila
sa clasifice date noi.

Pentru functia de activare tanh au fost incercate arhitecturi cu 1, 2, 3, 4, 5, 6 si 7 straturi
ascunse. Straturile ascunse au fost tot timpul identice si au avut numarul de neuroni variati
conform valorilor din tabelele de mai jos (mai precis tabelele , , , , .
Dupa cum se poate observa cel mai bun cost inregistrat pe test a fost 0.32 cu o acuratete de
87.18%. Arhitectura care a dat acest rezultat are 5 straturi si cate 16 neuroni pe strat. Totusi

aceasta acuratete nu este si cea maxima la care s-a ajuns folosind tanh. Valoarea acesteia este
de 89.74% dar la un cost de 0.36.

1 strat - functie de activare tanh

Nr. neuroni antrenare testare
cost | acuratete | cost | acuratete
8 0.52 74.86 0.38 84.62
16 0.54 72.57 0.38 84.62
32 0.53 73.43 0.38 84.62
64 0.52 72.86 0.37 82.05
128 0.51 73.71 0.37 84.62
256 0.52 72.57 0.38 84.62

Tabela 3.2: Rezultate-tanh (a)

2 straturi identice - functie de activare tanh

Nr. neurowi antrenare testare
cost | acuratete | cost | acuratete
8 0.54 72.29 0.36 84.62
16 0.56 72.57 0.35 84.62
32 0.53 73.71 0.38 84.62
64 0.53 72.29 0.37 84.62
128 0.51 72.29 0.37 84.62
256 0.52 72.57 0.38 84.62

Tabela 3.3: Rezultate-tanh (b)

Urmatoarea functie de activare testata a fost sigmoid. Numarul de straturi in acest caz a
luat valorile: 1, 2, 3 sau 4. Desi s-a dorit ca testele sa fie identice cu cele pentru tanh, tinand
cont ca rezultatele nu se mai imbunatateau experimentele au fost oprite la 4 straturi ascunse.
Distributia neuronilor este identica cu a cazului precedent, straturile ascunse fiind tot timpul
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3 straturi identice - functie de activare tanh

Nr. neuroni antrenare testare
cost \ acuratete | cost \ acuratete
8 0.53 72.57 0.35 82.05
16 0.56 72.00 0.35 87.18
32 0.56 70.00 0.34 84.62
64 0.57 72.29 0.36 87.18
128 0.54 72.29 0.36 84.62
256 0.55 72.57 0.36 84.62

Tabela 3.4: Rezultate-tanh (c)

4 straturi identice - functie de activare tanh

Nr. neuroni antrenare testare
cost | acuratete | cost | acuratete
8 0.56 74.86 0.35 84.62
16 0.56 72.00 0.36 84.62
32 0.56 72.86 0.36 84.62
64 0.54 71.43 0.34 84.62
128 0.58 73.43 0.34 84.62
256 0.55 71.43 0.35 84.62

Tabela 3.5: Rezultate-tanh (d)

identice (vezi tabelele: , |3.10|, |3.11|, |3.12|). In acest caz cel mai bun cost pe lotul de testare a
fost 0.36 la o acuratete de 84.62%. De asemenea s-a observat ca odata cu cregterea numarului
de straturi ascunse si chiar si cu a numarului de neuroni, reteaua incepe sa se opreasca din a
invata si sa dea rezultate aleatorii pentru datele de antrenare.

In continuare a fost testat cazul in care functia de activare este arctan. De aceasta data
numarul de straturi ascunse a fost: 1, 2. 3, 4, 5, 6 si 7, iar numarul de neuroni a fost variat
conform tabelelor: [3.13] [3.14} [3.15] [3.16] [3.17] [3.18 i [3.19, In acest caz costul minim gasit
pe lotul de test este de 0.31 la o acuratete de 84.62% cu 7 straturi ascunse gi 16 neuroni pe
fiecare strat. Similar cu cazul tanh, nici aceasta acuratete nu este cea maxima, aceasta fiind
89.74% pentru un cost de 0.34. Acest lucru era de asteptat intrucat costul nu ofera o informatie
similara cu acuratetea. Aceasta din urma fiind calculata conform formulei:

numar cazuri clasi ficate corect

acuratefe = . : (3.11)
numar cazuri totale,
iar functia de cost folosita este binary cross entropy si se comporta dupa legea:
|
L=—=3 yi-log(§) + (1) log(l—1) (3.12)
i=1

In domeniul retelelor neuronale exista 2 fenomene care pot sa apara in timpul antrenarii:
underfitting si overfitting. Primul se refera la momentul in care invatarea a fost oprita prea
repede raportat la numarul de epoci. Dupa cum se poate observa si in figura [3.3 underfitting
apare atunci cand costul inca este in scadere, atat pentru lotul de antrenare cat si pentru lotul
de test, dar nu s-a ajuns la un cost minim. Prin urmare, zona de subantrenare este caracterizata
de acuratete mica si pe lotul de invatare si cel de testare. Overfitting-ul reprezinta extrema de
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5 straturi identice - functie de activare tanh

Nr. neuroni antrenare testare
cost \ acuratete | cost \ acuratete
8 0.65 55.43 0.35 84.62
16 0.58 64.86 0.32 87.18
32 0.58 70.57 0.33 87.18
64 0.57 71.43 0.35 82.05
128 0.58 72.00 0.35 84.62
256 0.54 74.57 0.35 84.62

Tabela 3.6: Rezultate-tanh (e)

6 straturi identice - functie de activare tanh

Nr. neuroni antrenare testare
cost | acuratete | cost | acuratete
8 0.62 64.00 0.36 89.74
16 0.64 62.00 0.33 87.18
32 0.60 66.57 0.33 87.18
64 0.58 71.71 0.33 87.18
128 0.58 68.57 0.34 82.05
256 0.59 67.14 0.35 84.62

Tabela 3.7: Rezultate-tanh (f)

sens opus fata de underfitting. De aceasta data reteaua a fost lasata sa invete pentru un numar
mare de epoci. In acest caz au fost gasiti parametri care se muleaza aproape perfect pe datele
de antrenare. Problema este ca reteaua nu a invatat o legatura reala dintre semnale, ci doar a
reusit sa mapeze datele de intrare la valorile aferente de iesire. In acest caz costul pe lotul de
test creste pentru ca reteaua nu are robustete si nu gestioneaza bine date noi.

Analizand rezultatele prezentate In aceasta licenta, putem spune ca in nicio varianta de
arhitectura testata nu s-a ajuns la overfit. Totusi trebuie mentionat ca regula de salvare a
modelului a fost: se pastreaza cel care are costul cel mai mic pe lotul de test. Prin urmare
toate rezultatele prezentate nu sunt afectate nici de underfit nici de overfit.

Cost Lot antrenare

——————— Lot testare

overfitting

-
-
-
-—— : e ————
- -

Nr. epoci

Figura 3.3: Ilustrarea fenomenelor de underfitting si overfitting
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7 straturi identice - functie de activare tanh

Nr. neuroni antrenare testare
cost | acuratete | cost | acuratete
8 0.63 64.00 0.40 84.62
16 0.59 65.71 0.34 87.18
32 0.57 69.71 0.32 87.18
64 0.57 71.71 0.35 87.18
128 0.58 71.43 0.33 87.18
256 0.58 70.86 0.33 84.62

Tabela 3.8: Rezultate-tanh (g)

1 strat - functie de activare sigmoid

Nr. neuroni antrenare testare
cost \ acuratete | cost \ acuratete
8 0.51 72.86 0.38 84.62
16 0.51 74.29 0.38 84.62
32 0.52 72.86 0.38 84.62
64 0.53 72.00 0.38 84.62
128 0.58 70.00 0.38 82.05
256 1.83 52.57 0.72 64.10

Tabela 3.9: Rezultate—sigmoid (a)

2 staturi identice - functie de activare sigmoid

Nr. neuroni antrenare testare
cost \ acuratete | cost \ acuratete
8 0.51 72.00 0.36 84.62
16 0.51 74.00 0.37 84.62
32 0.54 70.29 0.41 84.62
64 0.52 72.57 0.40 79.49
128 0.5 72.00 0.41 84.62
256 0.64 63.43 0.5 71.79

Tabela 3.10: Rezultate-sigmoid (b)

3 staturi identice - functie de activare sigmoid

Nr. neuroni antrenare testare
cost | acuratete | cost | acuratete
8 0.70 51.43 0.65 64.10
16 0.70 50.00 0.65 64.10
32 0.70 52.57 0.65 64.10
64 0.71 50.86 0.65 64.10
128 0.70 50.57 0.65 64.10
256 0.70 50.57 0.65 64.10

Tabela 3.11: Rezultate-sigmoid (c)
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4 staturi identice - functie de activare sigmoid

Nr. neuroni antrenare testare
cost | acuratete | cost | acuratete
8 0.69 53.43 0.65 64.10
16 0.71 48.29 0.65 64.10
32 0.70 49.71 0.65 64.10
64 0.70 55.71 0.65 64.10
128 0.70 50.86 0.65 64.10
256 0.70 48.86 0.65 64.10

Tabela 3.12: Rezultate—sigmoid (d)

1 strat - functie de activare arctan

Nr. neuroni antrenare testare
cost \ acuratete | cost \ acuratete
8 0.50 76.00 0.37 84.62
16 0.53 72.57 0.38 82.05
32 0.52 72.29 0.37 84.62
64 0.52 74.86 0.37 84.62
128 0.50 75.43 0.37 84.62
256 0.51 74.29 0.37 82.05

Tabela 3.13: Rezultate—arctan (a)

2 straturi identice - functie de activare arctan

Nr. neuroni antrenare testare
cost \ acuratete | cost \ acuratete
8 0.53 72.57 0.36 84.62
16 0.53 72.57 0.37 84.62
32 0.55 72.86 0.37 84.62
64 0.53 72.57 0.37 84.62
128 0.53 71.43 0.37 84.62
256 0.53 73.43 0.37 84.62

Tabela 3.14: Rezultate-arctan (b)

3 straturi identice - functie de activare arctan

Nr. neuroni antrenare testare
cost | acuratete | cost | acuratete
8 0.54 74.00 0.35 82.05
16 0.58 70.29 0.34 87.18
32 0.54 73.71 0.35 84.62
64 0.5 73.72 0.35 84.62
128 0.52 76.00 0.36 84.62
256 0.55 71.43 0.35 84.62

Tabela 3.15: Rezultate-arctan (c)
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4 straturi identice - functie de activare arctan

Nr. neuroni antrenare testare
cost | acuratete | cost | acuratete
8 0.55 74.29 0.34 84.62
16 0.55 72.29 0.35 84.62
32 0.55 73.14 0.35 84.62
64 0.55 72.00 0.35 84.62
128 0.53 73.71 0.34 87.18
256 0.51 76.29 0.36 82.05

Tabela 3.16: Rezultate—arctan (d)

5 straturi identice - functie de activare arctan

Nr. neurowi antrenare testare
cost \ acuratete | cost \ acuratete
8 0.55 73.43 0.34 84.62
16 0.57 70.86 0.35 87.18
32 0.54 73.18 0.35 82.05
64 0.57 73.43 0.35 84.62
128 0.56 72.00 0.34 84.62
256 0.56 71.14 0.35 84.62

Tabela 3.17: Rezultate-arctan (e)

6 straturi identice - functie de activare arctan

Nr. neuroni antrenare testare
cost \ acuratete | cost \ acuratete
8 0.57 73.71 0.34 89.74
16 0.54 76.57 0.36 84.62
32 0.56 70.57 0.33 84.62
64 0.55 73.71 0.33 82.05
128 0.5 74.29 0.34 84.62
256 0.56 70.57 0.34 84.62

Tabela 3.18: Rezultate-arctan (f)

7 straturi identice - functie de activare arctan

Nr. neuroni antrenare testare
cost | acuratete | cost | acuratete
8 0.61 69.43 0.42 82.05
16 0.61 63.71 0.31 84.62
32 0.55 71.71 0.33 84.62
64 0.5 73.43 0.35 82.62
128 0.54 75.14 0.34 87.18
256 0.58 70.00 0.35 82.05

Tabela 3.19: Rezultate-arctan (g)
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Capitolul 4

Concluzii

4.1 Concluzii generale

In cadrul acestui proiect s-a demonstrat faptul ca este posibila discriminarea zonei unui ecran
careia subiectul i-a acordat atentie folosind doar semnale EEG si tehnici de invatare automata.

O parte importanta a acestei lucrari o constituie studiul detaliat al fenomenului fiziologic
care determina undele electrice oscilante. Aceasta documentare prealabila ajuta la determinarea
pozitiilor electrozilor relevanti. Castile de achizitie pentru encefalograme de pe piata au zeci
sau chiar sute de electrozi. Daca se vor folosi toti senzorii atunci dimensiunea datelor va fi inutil
de mare si va ingreuna semnificativ intreg procesul de clasificare. O alta informatie care este
derivata din cunoasterea fenomenului fiziologic este alegerea unei rate de esantionare adecvate.
Astazi se poate ajunge la frecvente de esantionare pentru EEG-uri de pana la 20 kHz (frecventa
maxima de esantionare a sistemului Neuvo). Bineinteles ca la 20.000 de esantioane pe secunda
daca se inmulteste cu numarul de electrozi folositi, apoi se inmulteste cu numarul de exemple si
se iInmulteste cu perioada unei achizitii se va ajunge la vectori foarte mari si dificil de gestionat.
Totusi, daca se cunoaste frecventa maxima la care gaseste semnalul de interes atunci se poate
folosi teorema lui Nyquist pentru a afla frecventa de esantionare adecvata fara a irosi spatiu de
stocare pentru encefalogramele colectate.

Pentru a folosi paradigma SSVEP este necesar ca stimulii sa varieze cu o frecventa con-
stanta. Abaterea palpairii trebuie sa fie, ideal, de cel mult o milisecunda. In timpul efectuarii
partii practice a acestei licente am aflat ca frecventele de stimuli care se folosesc uzual sunt
dificil de implementat cu acuratete ridicata. Acest impediment este cauzat de faptul ca sis-
temul de operare face in paralel mult mai multe sarcini decat 1i sunt vizibile in mod direct
utilizatorului. De asemenea unele limbaje de programare tind sa fie mai rapide decat altele.
De pilda, Python, desi este popular in domeniul data science, este destul de lent comparativ
cu familia de limbaje C. De aceea pentru crearea video-ului cu stimuli am ales sa fac un for-
mular descris in C# cu 2 butoane care isi schimba culoarea din negru in verde/rosu la fiecare
jumatate de perioada a stimulului respectiv. Chiar daca am folosit un limbaj mai rapid, cand
am monitorizat momentele de timp la care se schimba culoarea butonului am aflat ca frecventa
ceruta in cod nu era respectata. Prin urmare, ca o solutie de compromis, am lasat sistemul
sa se stabilizeze la o frecventa arbitrara si am considerat acele palpairi, pe care le-am gasit
relativ constante, ca fiind stimulii experimentului. In acest mod am ajuns la valorile de 4H z
si 10.63H z, cu mentiunea ca prima frecventa este mai stabila decat cea de a doua. Din acest
motiv am folosit ca referinta o matrice de sinusi si cosinusi de multipli de 4H z.

Inainte de a incepe colectarea datelor a trebuit sa asigur faptul ca impedanta de contact
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intre electrozi si scalp are o valoare suficient de mica. Acest lucru se face prin aplicarea de gel
electroconductor. Toti electrozii sunt prevazuti cu orificii prin care se poate aplica substanta
conductoare. Aplicarea a fost facuta cu ajutorul unei seringi fara ac. In timpul achizitiei s-au
folosit 2 tipuri de ge]E]. De asemenea pentru a asigura faptul ca subiectul nu oboseste am luat
pauze cand acesta a cerut.

Dupa ce am achizitionat semnalele EEG, pasul urmator a fost reprezentat de filtrarea aces-
tora. Interferenta cauzata de reteaua de alimentare nationala este atat de puternica incat daca
se reprezinta grafic datele tot ce se poate observa este un semnal sinusoidal avand frecventa de
50H z. Acest lucru este adevarat indiferent de tipul de stimul care a generat semnalul. Pen-
tru a curata EEG-urile de acest zgomot s-a folosit un filtru notch implementat in limbajul de
programare Matlab.

Odata ce am avut semnalele ,,curatate” s-a putut trece la etapa in care electroencefalogra-
mele se pregatesc pentru a fi date ca valori de intrare retelelor neuronale. In acest sens am
segmentat datele folosind ferestre de 2 secunde cu suprapunere de o secunda. Doua secunde
sunt suficente pentru a clasifica semnale SSVEP [§] iar suprapunerea a ajutat la augmentarea
bazei de date. Dupa segmentare am obtinut 339 de exemple (192 pentru stimulul verde si 197
pentru stimulul rosu).

O metoda comuna de prelucrare a semnalelor colectate conform paradigmei SSVEP este
reprezentata de aplicarea algoritmului CCA [§], [68], [69]. Canonical Correlation Analysis este
o metoda matematica care presupune extragerea de trasaturi sub forma unor coeficienti de
corelatie dintre semnal si o referinta. Avantajul SSVEP este acela ca genereaza un raspuns
electroencefalografic de aceeasi frecventa (si multipli) cu a stimulului caruia i-a fost acordat
atentie. Cunoscand acest lucru referinta a fost construita ca o combinatie de sinusi §i cosinusi
avand urmatoarele frecvente: 4, 8, 12 si 16 Hz. Dupa aplicarea algoritmului, pentru fiecare
exemplu am obtinut un vector de corelatii de dimensiune 8.

Ultima etapa a fost reprezentata de testarea diverselor arhitecturi de retele neurale. In
cadrul acestui pas au fost modificati hiperparametrii sistemului. Mai precis, s-a experimentat
cu diverse valori pentru numarul de neuroni, de straturi si cu diverse functii de activare. Acestea
din urma sunt: tanh, arctan si sigmoid. Cele 3 functii de activare au fost alese deoarece au
forma de S, ceea ce le face sa creasca separabilitatea datelor de la intrare. Cel mai bun rezultat
a fost obtinut folosind o arhitectura cu 6 staturi ascunse, 8 neuroni pe fiecare strat ascuns si
fiecare strat (excluzand stratul de iesire care a avut softmaz) avand functia de activare arctan.
Acuratetea de clasificare in acest caz pe lotul de test a fost de 89.74%.

In concluzie, aceasts lucrare s-a ocupat cu realizarea unui sistem de clasificare a semnalelor
EEG de tip SSVEP bazat pe retele neuronale adanci. De asemenea intreg procesul, de la
realizarea paradigmei experimentale, la achizitia semnalelor, la preprocesarea datele si pana la
crearea arhitecturilor de retele neurale a fost acoperit in cadrul proiectului.

4.2 Contributii personale

Pentru aceasta lucrare de licenta am adus urmatoarele contributii personale:
e realizarea starii artei pentru clasificarea de semnale EEG;
e realizarea paradigmei experimentale pentru colectarea semnalelor de tip SSVEP;

e colectarea datelor folosind casca Quik-Cap, amplificator Neuvo si software-ul Curry 7;

Lgelul electroconductor ,NuPrep” s-a terminat in timpul celei de a doua sesiuni de achizitie asa ci l-am
folosit si pe cel de la Compumedics.
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filtrarea semnalelor EEG;

segmentarea datelor;

aplicarea algoritmului CCA;

testarea diverselor structuri de retele neuronale.

4.3 Dezvoltari ulterioare

Proiectul descris in lucrarea de fata este unul scalabil si drept dovada am propus cateva
imbunatatiri ce pot aparea in viitor:

e achizitii ulterioare de date in aceleasi conditii pentru a augmenta baza de date si astfel
sa creasca relevanta experimentelor cu retele neuronale;

e achizitii de date si cu alti subiecti in incercarea de a crea un sistem care este independent
de utilizator;

e repetarea experimentelor cu un numar mai mare de stimuli;

e repetarea achizitiei dar fara ca stimulii sa palpaie; scopul ar fi acela de a face diferenta
intre informatia cu culoare (rosu sau verde) si palpaire si informatia doar cu culoare. Un
sistem capabil sa faca discriminarea intre stimuli fara a integra palpairea ar fi mult mai
usor de folosit pentru ca nu ar obosi subiectul la fel de repede;

e folosirea mai multor electrozi pentru a oferi mai multa informatie sistemului de clasificare;
de exemplu ar putea fi folositi si electrozii plasati in zona lobului frontal intrucat acesta
este responsabil cu cognitia [70];

e incercarea mai multor variante de CCA asa cum propune lucrarea [§];

e testarea altor algoritmi comuni pentru extragerea de trasaturi (de exemplu: PCA (Prin-
cipal Component Analysis), LDA, ICA (Independent Component Analysis), etc.);

e incercarea unor retele de tip RNN — Recurrent Neural Network;
e incercarea unor retele de tip SNN — Spiking Neural NetworkE];

e colectarea datelor EEG si cand subiectul nu priveste niciun stimul pentru a putea face
diferenta dintre intentia de a comunica cu sistemul BCI si simpla privire a mediului
inconjurator.

2SNN-urile reprezinta o familie separata de retele neurale care se bucura de popularite in aceasti perioads
- chiar in acest an [71], [72], [73], [74], [75], [7C]; acestea sunt mai apropiate modului de functionare al creierului
uman deoarece folosesc impulsuri discrete pentru a procesa si transmite mai departe informatia, comparativ cu,
spre exemplu, functiile de activare specifice NN-urilor clasice care sunt continue. Pentru SNN-uri datele utile
se regdsesc atat in momentul impulsului cat si in rata impulsurilor [71].
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